
 

结合多重假设检验的
随机森林长期降水预测方法及应用
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摘要：为解决随机森林方法经验性选取预测因子时存在的错误发现率问题，引入多重假设检验领域控制错误发现

率的方法对预测因子的筛选进行质量控制，将因子筛选由经验依赖转化为数据依赖，从而提出一种基于多重假设

检验的随机森林方法长期降水预测方法。以巴西巴拉那河上游流域为研究区，利用逐月气候系统指数，应用提出

的方法对研究区 2018−2020年 54个雨量站点的逐月降水量进行模拟预测、检验和交叉验证。结果表明：与传统

的随机森林方法相比，该方法预报精度更高，对不同站点 1−12月的预测平均合格率达到 64%，其中 6月预测合

格率达到 84%，表明该方法可以作为流域长期降水预测的有效工具之一。
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长期降水预测是指预见期 1个月以上的降水预

测，它是水资源综合管理的重要依据。由于多种不

确定性因素影响，长期降水预测准确度较低。传统

的长期降水预测方法主要分为动力数值方法和数

理统计方法[1]。动力数值方法借助于海陆热动力模

型模拟未来天气状况来进行降水预测，其物理机制

明确，但模型计算复杂[2-7]。数理统计方法则从统计

学角度出发，模拟降水与预测因子之间的相关关系，

建立长期预测模型[8-12]。然而，基于数理统计方法的

降水预测研究多集中在模型的改进，对于如何选取

预测因子的研究相对较少。实际上，预测因子的合

适与否影响着模型预测的准确率[13-14]。因此，如何

进行预测因子的筛选是降水预测的重点和难点。

随机森林方法进行因子筛选运行灵活高效，因此应

用较为广泛[15-18]。然而，随机森林方法只能依据因

子重要性排序经验性的筛选部分重要因子，导致筛

选的因子存在一定的错误率[19-20]，而多重假设检验

作为分析高维数据的重要方法，可以使用错误发现

率（false discovery rate，FDR）来表征这一错误率[21-23]。

本研究采用多重假设检验领域控 FDR的“Model-
X Knockoff”方法[24] 来控制随机森林变量筛选的错

误率，实现对巴西巴拉那河流域降水预测因子筛选

的有效质控，最终利用筛选的降水预测因子结合随

机森林方法建立逐月的长期降水预测模型，以期为

长期降水预测提供技术支撑。 

1    研究区概况

巴拉那河发源于巴西高原东南缘的曼蒂凯拉山

脉北坡，主源为格兰德河，汇合巴拉那伊巴河后，始

称巴拉那河。本研究区域属于巴拉那河上游，位于

巴西中南部地区，面积 78.3万 km2，位于 15°27′S~
25°39′S和 43°35′W~55°56′W。该区域具有多种地

貌地形，其中，大西洋高原海拔高于 2 000 m，巴拉那河

谷海拔 100～350 m，年平均降雨量约为 1 543 mm[25]。

区域内降水具有很大的空间变异性，北部受南美季

风的影响，夏季的降雨量会超过 800 mm，而在冬季
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降雨量低至 30 mm，南部受热带辐合带、冷锋和中

尺度对流复合体影响，降雨主要在春季和夏季。根

据研究区域内 54个雨量站 1980−2020年的观测降

水量估算，多年平均月降水量约 123 mm，其中：汛

期 10月−次年 3月约为 191 mm；非汛期 4−9月

约为 56 mm。 

2    数据与方法
 

2.1    数据来源

以巴西巴拉那河上游流域 54个雨量站点

1980−2020年的实测月降水序列（资料来自巴西国

家水务局 http://www3.ana.gov.br/）作为研究资料。

气候因子使用中国气象局国家气候中心 1980−

2020年的 130项逐月气候系统指数，包含北半球副

高面积指数、北非副高面积指数等 88项大气环流

指数，NINO 1+2区海表温度距平指数、NINO 3区

海表温度距平指数等 26项海温指数，以及太阳黑子

指数、南方涛动指数等 16项其他指数。

实测日降水量数据来源于巴西国家水务局（http://

www3.ana.gov.br/），时间跨度为 1980−2020年。首

先对站点实测降水数据进行质量控制，如删除重复

记录、修正数值错误以及站点位置校核；随后将日

降水合并为月降水数据；考虑建模对数据时间序列

长度的要求，筛选出 1980−2020年数据缺失小于

100条的站点，并利用线性插补的方法对缺失数据

进行插补，最终得到 54个雨量站点的逐月降水数据

用于模型构建。 

2.2    研究方法 

2.2.1    灰色关联分析

X0 X1,X2, · · · ,Xn

Xi · · ·
ξi(k)

灰色关联分析作为多因素统计分析方法，可以

逐月量化不同气候因子与该月降水之间的关联程

度。对于数列 有若干个比较数列： ，

每个数列 长度为 N，i=1, ,n。各比较数列与参考

数列在各个时刻的关联系数 的计算公式为

ξi(k) =
min

i
min

k
|x0(k)− xi(k)|+ρ[max

i
max

k
|x0(k)− xi(k)|]

|x0(k)− xi(k)|+ρ[max
i

max
k
|x0(k)− xi(k)|]

（1）

· · · ρ

ρ = 0.01

ri =
1
N

N∑
k=1

ξi(k)

式中：k=1, ,N，N 为时刻个数； 为分辨系数，根据

经验和测试验证取 。将相应月份的降水量

设置为参考数列，各种气候因子设置为比较数列。

通过计算气候因子与降水的关联度 ，

逐月选取灰色关联度最高的前 20个气候因子构建

12+20×12 = 252

该月份建模所需的样本集，样本集分为解释变量与

因变量，其中，解释变量包括当年每月降水量以及

影响该月降水量的前 20个关键气候因子在当年每

月的观测值（共 个解释变量），因变

量则为次年该月降水量。 

2.2.2    基于Model-X Knockoff 的因子筛选
· · ·

Xi Yi Xi

Xi j( j = 1,2, · · · ,252) Xi,− j = {Xi1, · · · ,Xip}\{
Xi j

}
Xi j Xi j|Xi,− j Yi

Xi j|Xi,− j Yi

Xi j( j =1,2, · · · ,252)

∼
Xi j

Xi j
∼

Xi j

Xi j
∼

Xi j

Zi j
∼

Zi j
Wi j = |Zi j| − |

∼
Zi j |

t > 0

对于灰色关联分析得到的第 i(i=1,2, ,12)个
月的解释变量和因变量分别记为 和 ，记 每个

分 量 为 ， 记

，则变量 对应的原假设是 与 独立

（null），备择假设是： 与 非独立。对于每个

解释变量 ，利用近似半正定规划

（approximate semi-definite program, ASDP）方法构造

其相应的二阶“仿冒”（Knockoff）变量 ，将所有的

以及 作为自变量，次年该月份的降水作为因变

量，利用随机森林进行建模，通过残差平方和来度

量节点杂质，获取每个变量 以及 的重要性打分

、 ，随后构造竞争性统计量 ，使

得对于任意的打分 ，满足：

#{ j : Wi j ⩽ −t} ⩾ #{null j : Wi j ⩽ −t} d
= #{null j : Wi j ⩾ t}

（2）

Wt ⩾ t则所有 的假设检验对应的 FDR为

FDR(t) = E
(

#{null j:Wi j ⩾ t}
#{ j:Wi j ⩾ t}

)
（3）

α对于给定的错误率水平 ，计算竞争性打分的

打分阈值 T 为

T =min
{

t ∈ ω :
1+#{ j : W j ⩽ −t}

#{ j : W j ⩾ t} ⩽ α
}

（4）

ω = {|W j| : j = 1,2, · · · ,252}\{0} S i = { j : Wi j ⩾

T } Xik,k ∈ S i

FDR ⩽ α

式中： 。计算

，则将所有的 作为第 i 个月份降水模型

最终的预测因子，则上述过程可以严格控制所筛选

因子的 。 

2.2.3    降水预测模型搭建

Xik,k ∈ S i

φi · · ·

基于上述筛选得到的影响次年 i 月份降水量的

预测因子 和次年相应 i 月份降水量进行随

机森林建模，训练得到次年相应月份降水量的长期

降水预测模型 ，i=1, ,12。最终获得次年 1−12
月共 12个降水预测模型为

∧
Yi = φi(Xik),k ∈ S i （5）

∧
Yi为次年 φi

Xik,k ∈ S i

式中： i 月份的降水预测值，mm； 为次年 i

月份的降水预测模型， 代表影响次年 i 月份

降水的预测因子。

考虑到逐月样本数据量较少，因此仅将原始数
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α = 0.2

据划分为训练期以及测试期两类。设置模型训练

期为 1980−2017年，训练期共有 38年的月尺度数

据；模型测试期为 2018−2020年，测试期共有 3年

的月尺度资料。利用训练期样本进行建模，测试期

样本进行模型测试。建模中，利用提出的基于

Model-X Knockoff的随机森林方法进行变量筛选时，

均设置错误率水平阈值 。对于原始的随机森

林方法，对解释变量进行变量重要性打分，筛选出

重要性打分前 5的预测因子重新进行随机森林

建模。

为进一步验证结合多重假设检验的长期降水方

法相较于传统的随机森林方法的改进，此处分别利

用 10折交叉验证，以及 2018−2020年降水模拟预

测检验结果来验证本文所提出方法的应用效果。

其中 10折交叉验证的方法，即将每个站点逐月的样

本随机平均分成 10份，依次选取其中 9份样本

（36个）作为训练集，剩余 1份样本（4个）作为测试

集，对于每个训练集以及测试集样本，建模对测试

集样本的逐月降水进行预测，重复 10次，遍历每个

站点逐月的所有样本，对 10次交叉验证结果取平均

作为该站点逐月的结果，最终对所有站点的逐月结

果求平均。采用 10折交叉检验的方法一方面可以

弥补数据量的不足，另一方面可以利用模型均值的

形式验证模型的泛化能力。 

2.2.4    方法性能评估
考虑到现行《水文情报预报规范 （SL  250−

2000）》规定中长期降水的定量预报以多年变幅的

20% 作为许可误差，若预报误差小于许可误差则为

合格，否则为不合格。对于预测结果，分别采用合

格率（P）、均方根误差（ERMS）和平均绝对误差（EMA）

来评估定量降水的预报精度，具体计算公式为

P =
m1

m
×100% （6）

EEMS(X,h) =

√√
1
m

m∑
i=1

[
h(xi)− yi

]2
（7）

EMA(X,h) =
1
m

m∑
i=1

|h(xi)− yi| （8）

yi

式（6）~（8）中：m1 为合格的样本个数；m 为样本总数；

为样本 i 的实际降水量，mm；h(xi)为样本 i 的预测

降水量，mm。 

3    结果与分析

10折交叉验证的结果见表 1，其中的许可误差

一列为 54个站点逐月的许可误差均值。结果显示，

基于 Model-X  Knockoff的 随 机 森 林 方 法 （ RF+
Knockoff）在 1−12月份的模型预测合格率均高于

传统的随机森林方法（RF）。其中：6月份的合格率

最高，达到了 77%，RF方法则为 74%；对于 1−12
月的平均合格率，RF+Knockoff方法的随机森林模

型为 63.9%，比 RF方法提升了 2.1%。 ERMS 以及

EMA 的结果显示，RF+Knockoff方法的预测模型在

1−12月的拟合误差均低于 RF方法。
  

表 1　10折交叉验证的结果比较
Tab. 1　Comparison of results of 10 fold cross-validation

月份
许可误差/

mm

RF+ Knockoff RF

P/% ERMS/mm EMA/mm P/% ERMS/mm EMA/mm

1 109    57    131    103    57    137    109   

2   84    59      99      80    58    102      81   

3   85    63      97      76    60    102      80   

4   49    55      62      50    52      67      54   

5   43    67      49      37    67      52      38   

6   35    77      40      27    74      42      27   

7   28    76      31      21    74      32      21   

8   31    72      35      24    69      37      26   

9   46    65      52      40    63      54      42   

10   60    56      74      59    55      79      62   

11   71    57      85      69    54      91      74   

12   85    63      98      77    59    106      83   

平均   60.5 63.9   71.1   55.3 61.8   75.1   58.1
 

利用传统随机森林方法和本研究提出的基于

Model-X Knockoff的随机森林方法，对 2018−2020

年的月降水进行预测，结果见表 2。2种方法对

5−9月的降水预测效果优于汛期，预测合格率均大

于 60%。RF+Knockoff方法的预测模型除在 3月、

5月、7月的预测合格率低于 RF方法之外，其余月

份降水预测合格率均高于 RF方法。其中，6月的

合格率最高，达到了 84%。对于 1−12月的平均合

格率，RF+Knockoff方法的预测结果为 65.7%，RF方

法的预测结果为 63.9%。ERMS 以及 EMA 的结果显示，

RF+Knockoff方法 1−12月的拟合效果多数情况下

显著优于 RF方法。

为进一步展示 RF+Knockoff方法与 RF方法所

筛选的预测因子的差异，从 54个雨量站中选取 3个

代表站（分别位于流域的北部，西北部和东北部）展

示次年 1月份以及次年 7月份建模时 2种方法所筛
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选的预测因子。如表 3和表 4所示，RF+Knockoff
方法与 RF方法所筛选的预测因子存在部分交集，

但差异较大。对于次年 1月份的降水预测模型，A
站点 RF+Knockoff 方法过滤出 7个预测因子，只有

当年 1月份的西太平洋暖池面积指数以及当年 6月

份的西太平洋副高脊线位置指数与 RF方法建模筛

选的预测因子一致，其余预测因子均不一致。

RF+Knockoff方法筛选的预测因子除各类气候因

子之外，还包含当年 12月份的降水。B站点 RF+
Knockoff方法过滤出的 4个预测因子与 RF方法筛

选的预测因子均不一致，其中 RF 方法筛选的预测

因子包含当年 12月份的降水。C站点 RF+Knockoff
方法过滤出 5个预测因子，其中除当年 7月份的东

亚槽位置指数与 RF方法一致，其余预测因子均不

重叠，其中 RF+Knockoff方法筛选的预测因子中包

含当年 3月份的降水。

 

表 2　2种方法对 2018−2020年月降水预测结果的比较

Tab. 2　Comparison of precipitation prediction results from 2018 to 2020

by two methods

月份
RF + Knockoff RF

P/% ERMS/mm EMA/mm P/% ERMS/mm EMA/mm

1 57    118    103    51    126    110   

2 64    103      84    60    108      87   

3 59      84      74    62      90      80   

4 54      56      50    49      59      53   

5 66      44      38    70      46      39   

6 84      26      24    81      24      21   

7 71      22      20    75      21      18   

8 73      33      27    70      34      27   

9 79      37      31    75      40      33   

10 57      71      62    57      76      65   

11 57      80      70    55      85      73   

12 67      79      69    62      85      74   

平均 65.7   62.8   54.3 63.9   66.2   56.7

 
 

表 3　3个站点 2种方法次年 1月份建模筛选的预测因子

Tab. 3　Predictors of modelling selection in January of the following year at three sites by two methods

站点 RF+Knockoff筛选的预测因子 RF筛选的预测因子

A站

当年1月份的西太平洋暖池面积指数；

当年2月份的欧亚经向环流指数；

当年3月份的大西洋欧洲区极涡面积指数；

当年6月份的西太平洋副高脊线位置指数；

当年9月份的太平洋区极涡面积指数；

当年11月份的西藏高原-1指数；

当年12月份的降水、太平洋区极涡强度指数；

当年1月份的西太平洋暖池面积指数；

当年5月份的北太平洋副高脊线位置指数；

当年6月份的西太平洋副高脊线位置指数、北大西洋.欧洲区极

涡强度指数；

当年10月份的太平洋区极涡强度指数；

B站
当年8月份的西藏高原-2指数、北非副高脊线位置指数、北大西

洋.欧洲区极涡强度指数；

当年6月份的北美区极涡面积指数；

当年8月份的北非副高脊线位置指数、北大西洋.欧洲区极涡强

度指数、印度副高脊线位置指数；

当年12月份的降水；

C站

当年3月份的降水；

当年7月份的东亚槽位置指数；

当年10月份的北半球极涡中心强度指数、北半球极涡面积指数、

东亚槽位置指数；

当年2月份的西藏高原-2指数；

当年4月份的北太平洋副高脊线位置指数；

当年7月份的东亚槽位置指数；

当年10月份的大西洋欧洲区极涡面积指数；

当年12月份的北半球极涡强度指数；

 

对于表 4所示的次年 7月份的降水预测模型，

A站点  RF+Knockoff 方法过滤的 6个预测因子与

RF方法筛选的预测因子均不一致。RF+Knockoff

方法的结果显示除各类气候因子之外，当年 8月、9

月的降水对次年 1月的降水也影响较大。B站点

RF+Knockoff 方法过滤出的 7个预测因子中包含当

年 12月的降水，此外只有当年 4月的欧亚经向环流

指数与 RF方法一致。C站点 RF+Knockoff 方法过

滤出的 3个预测因子中当年 5月的南海副高脊线位

置指数和当年 10 月的亚洲区极涡强度指数与 RF

方法过滤的预测因子结果一致，其余预测因子 2种

方法均不一致，此外，RF方法筛选的预测因子包含

当年 11月的降水。

由于 2种方法因子筛选的机理不同 ， RF+

Knockoff方法借助统计多重假设检验方法筛选的

预测因子与 RF方法依赖经验筛选的预测因子存在

较大的差异，进而导致 2种方法进行降水预测的效

果存在一定差异。总体来看，通过 10折交叉验证以
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及对测试期进行降水预测的对比发现，相较于

传统的随机森林方法，结合多重假设检验的 RF+
Knockoff方法预测的合格率更高，且模型的稳定性

更好。
 
 

表 4　3个站点 2种方法次年 7月份建模筛选的预测因子

Tab. 4　Predictors of modelling selection in July of the following year at three sites by two methods

站点 RF+Knockoff筛选的预测因子 RF筛选的预测因子

A站

当年4月份的850 hPa东太平洋信风指数；

当年6月份的太阳黑子指数、亚洲经向环流指数；

当年8月份、9月份的降水；

当年11月份的太阳黑子指数；

当年8月份的850 hPa东太平洋信风指数、北大西洋.欧洲区极涡

强度指数；

当年10月份的亚洲区极涡强度指数；

当年12月份的西太平洋副高西伸脊点指数、北半球极涡中心经

向位置指数；

B站

当年3月份的亚洲经向环流指数、亚洲纬向环流指数；

当年4月份的欧亚经向环流指数；

当年6月份的东太平洋副高面积指数；

当年11月份的欧亚经向环流指数、印度洋暖池强度指数；

当年12月份的降水；

当年4月份的欧亚经向环流指数；

当年6月份的欧亚纬向环流指数；

当年8月份的亚洲经向环流指数；

当年11月份的北半球副高面积指数、西太平洋副高强度指数；

C站
当年3月份的北半球极涡面积指数；

当年5月份的南海副高脊线位置指数；

当年10月份的亚洲区极涡强度指数；

当年1月份的亚洲经向环流指数；

当年2月份的北半球极涡中心纬向位置指数；

当年5月份的南海副高脊线位置指数；

当年10月份的亚洲区极涡强度指数；

当年11月份的降水；

 
 

4    结 论

针对随机森林方法经验性选取降水预测因子时

存在的错误率问题，本文提出利用多重假设检验领

域控制错误发现率的方法对预测因子的筛选进行

质控，将因子筛选由经验依赖转化为数据依赖，最

终利用随机森林方法结合筛选的降水预测因子进

行长期降水预测。以巴西巴拉那河上游流域为研

究区，对实测数据的 54个雨量站点的降水量以及

130项气候系统指数进行分析，利用影响次年相应

月份降水量的预测因子与次年相应月份降水之间

建立遥相关关系，随后利用 10折交叉验证以及对

2018−2020年月降水预测结果检验的方法验证所

提出方法的有效性。结果表明，相较于传统的随机

森林方法，结合多重假设检验进行预测因子筛选质

控的方法可以有效地提升降水预测的准确性和可

靠性。

鉴于长期降水预测的复杂性和不确定性，如何

从物理机制解释所筛选的预测因子，从而更适应生

产服务的需求，是下一步需要深入研究的内容；另

外，还需要充分利用和挖掘其余实测站点的雨量信

息，进一步提高长期降水预测精度。
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A random forest long-term precipitation prediction method
combined with multiple hypothesis testing and its application

LI Mengjie1，LIU Kun1，MOU Hailei2，YIN Zhaokai1，LIU Zhiwu1，WU Di2，LIANG Lili1

（1. Institude of Science and Technology, China Three Gorges Corporation， Beijing 101199, China；

2. China Three Gorges International Corporation, Beijing 101199, China）

Abstract: Long-term  precipitation  prediction  refers  to  forecasting  precipitation  over  a  period  of  more  than  one
month. This is a crucial aspect of integrated water resources management. The accuracy of long-term precipitation
predictions  is  low due  to  various  uncertainties.  Traditional  long-term precipitation  prediction  methods  are  mainly
divided  into  dynamical  numerical  methods  and  mathematical  statistical  methods.  Dynamical  numerical  methods
simulate future weather conditions using sea-land thermodynamic models for precipitation prediction. This approach
has  a  clear  physical  mechanism,  but  the  model  calculations  are  complex.  Data-driven  mathematical-statistical
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methods  simulate  the  correlation  between  precipitation  and  predictors  from a  statistical  perspective  to  establish  a
long-term  prediction  model.  However,  research  on  precipitation  prediction  based  on  mathematical  statistical
methods mainly focuses on improving the model, with relatively little emphasis on how to select the predictors. In
fact,  the  predictors  affect  the  accuracy  of  model  predictions.  Therefore,  the  focus  and  challenge  of  precipitation
prediction  lie  in  selecting  the  necessary  predictors  for  modeling  from  the  relevant  factors.  Random  forest,  as  a
flexible, efficient, and easy-to-use machine learning algorithm, has been widely used in hydrological prediction. The
random forest method calculates the importance scores of various related factors and then selects predictors for the
model  based  on  empirical  experience.  This  process  can  result  in  a  certain  error  rate  issue  with  the  selected
predictors.
      To address the issue of false discovery rate in the random forest  algorithm when selecting key predictors,  this
study  employs  the  false  discovery  rate  control  method  in  multiple  hypothesis  testing  to  ensure  quality  control  in
predictor selection. This transformation shifts variable selection from being experience-dependent to becoming data-
dependent. Finally, the random forest algorithm is used to construct a long-term precipitation prediction model by
integrating the selected precipitation predictors.  Taking the upper basin of  the Parana River in Brazil  as  the study
area,  the  precipitation  from  54  measured  rainfall  stations  and  130  climate  system  indices  was  analyzed.  The
predictors  influencing  precipitation  in  the  corresponding  months  of  the  following  year  were  obtained  using  the
"Model-X Knockoff" method. A monthly precipitation prediction model is established based on the predictors that
influence the precipitation for the corresponding month of the following year. The top 5 predictors with the highest
importance scores are directly selected for random forest modeling using the traditional random forest method. The
validity  of  the  proposed  method  is  subsequently  verified  using  10-fold  cross-validation  and  a  test  of  the  monthly
precipitation prediction results from 2018 to 2020.
      The  effect  of  10-fold  cross-validation  for  54  rainfall  stations  shows  that  the  model  prediction  pass  rate  of  the
method introduced is higher than that of the traditional random forest method from January to December, with the
highest pass rate of 77% in June. The results of precipitation prediction from 2018 to 2020 indicate that our method
achieved  an  average  pass  rate  of  66%  from  January  to  December,  outperforming  the  traditional  random  forest
method, which scored 64%.
      In  summary,  our  research combines  multiple  hypothesis  testing with  predictor  selection and quality  control  to
establish a long-term precipitation prediction model, which differs from the traditional random forest method. This
model  exhibits  a  higher  prediction pass  rate  and improved stability,  suggesting that  this  approach can serve as  an
effective tool for long-term precipitation prediction in a basin.

Key words: random  forest； long-term  precipitation  prediction； predictor  selection； quality  control； multiple
hypothesis testing
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