
 

基于 ESMD-FE-AJSO-LSTM算法的
水闸深基坑变形预测
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摘要：水闸深基坑开挖变形具有明显的非线性和非稳定性特征，基于此，引入极点对称模态分解算法（extreme-
point symmetric mode decomposition method，ESMD）对水闸深基坑开挖变形原型监测序列进行多模态分解，并基于

模糊熵（fuzzy entropy, FE）理论对各分解分量进行模糊多模态相空间重构，从而有效甄别水闸基坑变形不同时间

尺度有效物理特征。构建基于人工水母搜索算法（artificial jellyfish search optimizer，AJSO）优化的长短期记忆（long
short-term memory，LSTM）人工神经网络模型，以重构后的各重构子序列为基础进行优化训练，并把训练后的各预

测模态分量合并，实现对水闸基坑开挖变形动态预测和分析。以张家港市十一圩江边枢纽改建工程基坑开挖变

形监测为例，采用上述方法对该枢纽工程基坑开挖过程变形进行预测和分析。结果表明：基于 ESMD-FE-AJSO-
LSTM算法的水闸深基坑变形预测方法能够有效预测基坑开挖变形非线性特征，相比传统 LSTM、循环神经网络

（recurrent neural network, RNN）和支持向量机（support vector machine，SVM）等算法具有更高的预测精度和稳定性，

为实现对基坑开挖安全性态实时科学诊断和分析提供技术参考。
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水闸深基坑开挖变形除受闸址区工程和水文地

质条件、基坑空间尺寸、支护结构型式和工程开挖

阶段等客观因素影响外，还受现场工程机械振动、

周边公共交通荷载和降雨、气温等随机环境因素影

响[1-3]。因此，水闸深基坑开挖变形具有明显的非线

性、非稳定性和不确定性特征[4-5]。孙铁军等[6] 将灰

狼优化算法与支持向量机相结合，构建了基坑变形

预测的灰狼-支持向量机回归算法（grey wolf optimizer-
support vector regression , GWO-SVR）模型，并利用

主成分分析法分析了不同物理力学参数对基坑边

坡变形影响的敏感性。算例分析表明，GWO-SVR
算法能够显著提高基坑边坡变形预测精度，在众多

物理力学参数中，压缩模量和渗透系数两组参数对

基坑边坡开挖变形影响最为显著。赵殿鹏等[7] 采

用 BP（back propagation）神经网络模型构建了滨海

地区船闸基坑无支护条件下 3层神经网络预测模型。

算例分析表明，该 BP神经网络模型对滨海地区基

坑变形预测具有较高的预测精度。洪宇超等[8] 采

用 CNN（convolutional neural networks）神经网络对

基坑变形监测数据进行多维特征提取，并采用长短

期记忆（long short-term memory，LSTM）人工神经网

络模型对重构后的基坑变形监测数据进行训练和

预测，最后以上海云岭竖井超深基坑监测数据为例

进行了案例分析，结果表明构建的 CNN-LSTM模型

基坑变形预测精度高于仅考虑时间关联性的单一

LSTM模型。曹净等[9] 提出了用于基坑变形预测的

基于粒子群算法优化的最小二乘支持向量机（least
squares  support  vector  machines,  LSSVM）和自回归

移动平均模型（autoregressive moving average model,
ARMA）模型（LSSVM-ARMA），采用小波变换方法
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将水闸基坑变形序列分解为趋势性和随机性两组

时间序列，并分别采用 LSSVM和 ARMA算法对两

组序列进行预测和分析，研究结果表明 LSSVM-
ARMA模型针对基坑开挖变形具有较高的预测精

度。崔春雨[10] 将遗传算法（genetic algorithm，GA）与

残差神经网络模型（residual neural network, ResNN）

相结合，构建了用于基坑变形预测的 GA-ResNN模

型，研究结果表明，在输入梯度变化小、数据量小的

情况下，GA-ResNN比 BP神经网络模型的预测精

度更高。

事实上，基坑开挖现场监测获得的变形监测数据

是由一系列不同时间维度多模态序列叠加构成的[11]，

如何对不同维度有效数据特征进行科学识别并进

而有针对性地建模预测具有十分重要的意义。基于此，

本文构建用于水闸深基坑开挖变形预测的 ESMD-
FE-AJSO-LSTM模型。首先，采用极点对称模态分

解算法（extreme-point symmetric mode decomposition
method，ESMD）对水闸基坑开挖变形进行多尺度识

别和分解；接着，基于模糊熵（fuzzy entropy, FE）理
论对各模态分量进行多维相空间重构，得到重构后

的多个重构子序列；然后，构建基于人工水母搜索

算法（artificial jellyfish search optimizer，AJSO）优化

的长短期记忆（long short-term memory，LSTM）人工

神经网络模型，对重构后的多个重构子序列基坑变

形数据进行优化训练，得到对应各重构子序列的优

化后的 AJSO-LSTM优化模型；最后，利用优化确定

后的各 AJSO-LSTM优化模型，对各重构子序列按

固定时间步长分别进行动态预测，并合成各重构子

序列的预测结果，得到基坑变形的预测结果，并与

传 统的 LSTM、 循 环 神 经 网 络 （ recurrent  neural
network, RNN）和支持向量机（support vector machine，
SVM）等算法进行对比分析，以验证本文方法有效性。

  1    基本理论

  1.1    基于极点对称模态分解

ESMD[12-14] 采用内部极点对称差值方法求解信

号外包络线，与经典模态分解[15-16]方法相似，具体步

骤如下。

Ei(1 ⩽ i ⩽ n)

Ei(1 ⩽ i ⩽ n) Fi(1 ⩽ i ⩽ n−1)

（1）计算原始时间序列 x(t)全部极值点，分别为

， n 为 极 值 点 总 数 。 计 算 极 值 序 列

连线中点 。

Fi(0 ⩽ i ⩽ n)

（2）采用线性插值法计算极值序列上下限分别

为 F0 和Fn。采用内部极点对称差值方法对

L1, · · · ,Lp(p ⩾ 1)计算 P 组极值曲线 ，并计算中和极

值 L*。

x(t)−L∗（3）计算 ，并重复步骤（1）~（2），直到：

|L∗| ⩽ ε （1）

x(t)−L∗式中：ε 为误差阈值。此时得到的 即为模态

函数 M1。

（4）计算原始时间序列 x(t)与模态函数 M1 差值

序列 R1，并对 R1 重复步骤（1）~（3），分别计算得到模

态函数 M2，M3，···，Mn，直到余项 R1 极值点数不再大

于设定值为止。

[Kmin,Kmax]

M1,M2, · · · [Kmin,Kmax] σ/σ0

σ σ0

M1,

M2, · · ·

X̄ =
N∑

i=1

xi/N

（5）在区间 随机选取筛选次数 K，并

重复步骤（1） ~（ 4） ，得到一系列模态函数序列

。选取区间 中 达到最小值

时的 K0（其中， 和 分别为差值序列 R1 和序列 x(t)
标准差），并取 K0 分解得到的模态函数序列

为ESMD算法分解得到的子模态 IMF1，IMF2， ···，

式中， 为时间序列均值。经过上述分解，

原始时间序列 x(t)可以分解为

x(t) =
n∑

j=1

M j+Res （2）

Res式中： 为原始时间序列 x(t)经过层层分解后获得

的趋势性分量。

  1.2    模糊熵重构算法

Y(i) Y( j)

采用 FE[17-19] 理论对 N 维时间序列 X 进行相空

间重构。取模式维数为 m，构造 N-m+1个 m 维矢量

和 ，公式为

Y(i) = [x(i), x(i+1), · · · , x(i+m−1)]− x0(i) （3）

x(i) =
1
m

m−1∑
k=0

x(i+ k)式中：x0(i)为m 个连续x(i)的均值，即 ；

N 表征数据序列 x（t）长度。

Y(i) Y( j)取重构时间序列 与 之间的矢量距离为

dm
i, j = max

k∈(0,m−1)
|[x(i+ k)− x0(i)]− [x( j+ k)− x0( j)]| （4）

i, j = 1,2, · · · ,N −m+1 i , j式中： ，且 ，k∈(0, m−1)为随

机数。取：

ψm(r) =
1

N −m+1

N−m+1∑
i=1

1
N −m

N−m+1∑
j=1, j,i

Dm
i, j （5）

Dm
i, j = exp[−(dm

i, j)
n/r]式中： ，r 为相似容限度。原始时

间序列模糊熵 FE可以计算为

FuzzyEn(m,r) = lim
N→∞

[Lnψm(r)−Lnψm+1(r)] ≈

Lnψm(r)−Lnψm+1(r) （6）

  1.3    基于 AJSO 优化的 LSTM 模型

AJSO通过模拟水母群随洋流飘动及内部运动
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实现目标优化，洋流方向计算为
→

trend =
1

npop

∑ →
trendi =

1
npop

∑
(X∗− ecXi) = X∗− ecµ

（7）

d f = ecµ （8）
→

trend npop

X∗

ec µ

d f

µ

式中： 表征洋流方向； 为当前水母群中水母

个体总数； 为当前最优水母的位置；Xi 为水母群

第 i 只水母位置； 为吸引力控制因子； 为当前水

母群所有水母个体平均位置； 为当前最优水母位

置与 矢量差。

水母群运动机理分为主动运动和被动运动，被

动运动表示为

Xi(t+1) = Xi(t)+ ξ× rand(0,1)× (Ub−Lb) （9）

Ub Lb式中： 和 分别为水母个体搜索空间上限值和下

限值；ξ 为水母个体运动系数。

水母群主动运动表示为
→

Step = Xi(t+1)−Xi(t) = rand(0,1)×
→

Direction （10）
→

Direction =
X j(t)−Xi(t), f (Xi) ⩾ f (X j)

X j(t)−Xi(t), f (Xi) ⩾ f (X j)
式中： ，f 为目标

优化函数，X 为位置参数； rand(0,1)为 (0,1)内随

机数。

引入时间控制机制来模拟洋流变化情况，相应

时间控制函数 c(t)表示为

c(t) =

∣∣∣∣∣∣
(
1− t

Imax

)
× [2× rand(0,1)−1]

∣∣∣∣∣∣ （11）

Imax式中：t 为迭代次数； 为迭代次数上限；当 c(t)≥
0.5时，水母群将按照式 (15)进行主动运动，反之水

母群按照式 (16)进行被动运动。

当水母个体超出样本空间搜索边界时，水母位

置相应进行更改为X
′

i,d = (Xi,d −Ub,d)+Lb,d,Xi,d > Ub,d

X
′

i,d = (Xi,d −Lb,d)+Ub,d,Xi,d < Lb,d
（12）

X ′

i,d Xi,d i d

Ub,d d Lb,d d

式中： 为更新后的水母位置； 为第 只水母在

维的位置； 为第 维分量的上限； 为第 维分

量的下限。

相比 RNN模型，LSTM模型[20-22] 有效避免了梯

度消失问题。但是 3种门结构的引入导致 LSTM
待确定参数较多，传统方法多根据经验进行确定，

显然无法得到最优解。将 LSTM模型关键最优参

数（隐藏层单元数、学习率和迭代次数）作为待优化

参数输入 AJSO算法中进行智能寻优[23-24]，基本优化

过程见图 1。
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图 1　基于 AJSO优化的 LSTM模型训练基本流程

Fig. 1　Basic training process of LSTM model optimized with AJSO
 

目标优化函数定义为

minERMS =
1
n

n∑
k=1

∣∣∣x̂(0)(k)− x(0)(k)
∣∣∣

x(0)(k)
（13）

x̂(0)(k) x(0)(k)式中： 为 LSTM模型预测值； 为实测值；n

为样本总数。

本文提出的AJSO-LSTM算法基本执行步骤如下：

X(0) = (x0(1), x0(2), x0(3))

（1）初始化水母种群生成，采用 Logistic映射方

法生成原始水母种群序列为

（3组参数分别代表隐藏层单元数、学习率和迭代次

数），并将初始参数代入 LSTM模型。
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（2）为了避免 LSTM陷入过拟合而导致无法得

到最佳预测值，将基坑变形监测数据分为训练样本

（70%）、验证样本（15%）和预测样本（15%）。首先

输入训练样本对 LSTM模型进行训练（LSTM模型

在训练过程中，输入参数为基坑开挖时间和计算日

期前 3天的基坑变形值，输出参数为基坑变形计算

值），并基于训练后的 LSTM模型计算验证值和预

测值，进而得到水母种群适应度值为

fi = 0.5× 1
J

J∑
j=1

∣∣∣x̂ j
t ( j)− x j

t ( j)
∣∣∣

x j
t ( j)

+0.5× 1
K

K∑
k=1

∣∣∣x̂k
v(k)− xk

v(k)
∣∣∣

xk
v(k)

（14）

x̂ j
t ( j) x̂k

v(k)

x j
t ( j) xk

v(k)

式中： 和 分别为 LSTM验证样本和训练样

本输出值； 和 分别为验证样本和训练样本

实测值；J 和 K 分别验证样本和训练样本数据数。

F = [X∗]

（3）计算每组水母个体对应的适应度值作为当

前位置的食物数量，并将食物数量最多的水母个体

位置保存在实物库 F 中，记为 。

X(i)(t+1)

（4）利用式（11）计算时间控制函数 c(t)，判断水

母个体下一步采用的运动机理（主动运动或被动运

动）。采用式（9）和式（10）对下一时刻水母位置

进行更新和迭代。

（5）判断水母个体位置是否超越搜索边界：若超

过搜索边界，则按照式（12）进行更新；若没有超过搜

索边界，则执行下一步。

min avg(e(λ,φ))

X(best) = (xbest(1), xbest(2), xbest(3))

（6） 判 断 是 否 达 到 最 大 迭 代 次 数 或 满 足

阈值要求：若不满足，则算法跳转至

步骤（2）进行迭代；若满足条件，则结束算法，并输

出最优搜索 。

X(best) = (xbest(1), xbest(2), xbest(3))（7）将最优搜索参数

输入 LSTM模型，建立水闸基坑变形 AJSO-LSTM
模型。

  1.4    ESMD-FE-AJSO-LSTM 算法

基于上述分析，构建的用于水闸基坑变形预测

的 ESMD-FE-AJSO-LSTM模型基本步骤（图 2）如
下：

Res

（1）采用 1.1节所介绍的极点对称模态分解算

法 ESMD[25]，将水闸深基坑变形监测数据分解为多

个特征互异的子序列分量 IMF和趋势性分量 。

（2）采用 1.2节所引入的模糊熵理论，对各模态

子序列分量和趋势性分量进行模糊多模态相空间

重构，得到多个重构子序列。

（3）对重构后的多个重构子序列基坑变形数据

进行优化训练，利用 1.3.3节基本理论，得到对应各

重构子序列的优化后的 AJSO-LSTM优化模型。

（4）利用优化确定后的各 AJSO-LSTM优化模

型，对各重构子序列按固定时间步长分别进行动态

预测，并合成各重构子序列的预测结果，得到基坑

变形的预测结果。

（5）引入如下预测精度评价指标，对 ESMD-FE-
AJSO-LSTM模型基坑变形预测精度进行评估：

R =

n∑
i=1

(S i− S̄ )(Vi− V̄)√
n∑

i=1

(S i− S̄ )2
n∑

i=1

(Vi− V̄)2

（15）

ERMS =

√√
1
n

n∑
i=1

(Vi−S i)2 （16）

EMA =
1
n

n∑
i=1

|Vi−S i| （17）

EMS =
1
n

n∑
i=1

(Vi−S i)2 （18）

S̄

V̄

式（15）~（18）中：R 为相关系数；ERMS 为剩余标准差；

EMA 为平均绝对误差；EMS 为均方误差；Si 为水闸深

基坑变形实测值；Vi 为水闸深基坑变形预测值； 为

水闸深基坑实测变形平均值； 为水闸深基坑变形

预测平均值。

  2    案例分析

  2.1    工程简介

张家港市十一圩江边枢纽工程基坑开挖分为两

期实施：一期泵站节制闸段基坑周长约为 2 130 m，

开挖面积约为 45 000 m2，开挖深度 5.5～11.7 m；二

期套闸段基坑周长约为 1 550 m，开挖面积约为

13 100 m2，开挖深度 5.0～6.8 m。基坑支护及监测

平面布置见图 3，基坑开挖典型支护剖面见图 4。为

了确保基坑和周边环境安全，在开挖深度较大的套

闸闸室和内外河闸首段、泵闸的泵房和进出水池段

以及套闸内河引航段挡墙段采用基坑围护。其中：

一期泵闸的泵房、进出水池段以及部分海漫段采用

SMW工法桩+拉锚支护，其余部位采用大放坡开挖

并设置防渗桩防渗；二期套闸闸室和内外河闸首段

基坑采用 SMW工法桩+拉森钢板桩围护，套闸内河

引航段挡墙段采用钻孔灌注桩+拉锚围护，其余部

位采用大放坡开挖并设置防渗桩防渗。一、二期的

防渗桩和围护结构防渗帷幕共同形成封闭的截渗

圈，二期套闸闸室和内外河闸首段的 SMW工法桩
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一期需打设好作为一期防渗桩。

  2.2    基坑变形多模态 ESMD 分解
以该水闸深基坑 J12测点水平变形为例，采用

提出的 ESMD-FE-AJSO-LSTM模型对其变形进行

分析和预测。同时运用 AJSO-LSTM、LSTM、RNN
以及 SVM算法对该测点水平变形进行分析和预测。

选用 2022年 11月 16日−2023年 4月 25日基坑

变形实测值（图 5）构建 ESMD-FE-AJSO-LSTM模型，

并对 2023年 4月 26日−2023年 5月 15日测点水

平变形进行预测和评估，验证算法的有效性。实测

变形的监测频率为 1次/d，按照 70% 训练、15% 验

证和 15% 预测的比例关系划分监测数据。
 

输入基坑变形原始监测数据

ESMD 算法分解

IMF1 IMF2 IMF
n

··· Res

计算不同模态子序列及趋势性分量模糊熵

基于模糊熵进行模糊多模态相空间重构

输出多个重构子序列

输入重构后的多个子序列

数据集划分

测试集

LSTM 网络训练

合成各重构子序列的预测结果

训练集

确定 LSTM 模型参数

预测精度评价

初始化水母种群生成

计算当前最优水母个体位置

基于时间控制函数判断水母运动机理

水母主动运动 水母被动运动

更新水母个体位置

判断是否满足终止条件

输出最优模型参数

ESMD 算法基坑变形监测数据重构

基
于
L

S

T

M

算
法
的
基
坑
变
形
预
测

AJSO 算法网络参数寻优

最优 AJSO-LSTM 位移预测模型

分量 1 预测模型

分量 2 预测模型

分量 3 预测模型

分量 n 预测模型

…

图 2　ESMD-FE-AJSO-LSTM水闸深基坑变形预测基本流程

Fig. 2　Flow chart of deformation prediction for sluice foundation based on ESMD-FE-AJSO-LSTM
 

Res

针对水闸深基坑变形监测序列非线性和非平稳

特性，首先采用 ESMD算法对其进行多尺度分解。

以模态方差比率最小作为最优化分解原则，相应共

获得 4组模态分量 IMF1~IMF4 以及 1组趋势性分量

见图 6。由图 6可知，由 ESMD算法分解出的不

同特征尺度 IMF分量在相同时刻完全体现出了不

同的振荡特性。因此，可以判断 ESMD算法能够准

确挖掘基坑开挖变形监测数据在不同特征尺度维

度上的有效物理特征。

采用等距采样方法计算基坑开挖变形监测序列

各模态平均周期，得到各尺度信号波动频率方差贡

献率见表 1。该水闸深基坑开挖变形短时序列波动
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变化主要以模态 IMF1（1.71 d）和 IMF2（3.58 d）周期

性变化为主，而长时序列波动变化最大方差贡献率

Res为趋势分量 （27.58%），表明该水闸基坑变形在监

测时段内具有明显的趋势性变化特性。
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Fig. 3　Excavation plan of foundation
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图 6　基于 ESMD的基坑变形监测数据分解

Fig. 6　Decomposition of foundation ditch deformation monitoring data based on ESMD
 

 
表 1　基坑变形监测序列各模态分量方差贡献率

Tab. 1　Variance contribution rate of each modal component in the
deformation monitoring data of sluice foundation ditch

模态分量 IMF1 IMF2 IMF3 IMF4 Res

周期/d   1.71   3.58   7.22 25.58

方差贡献率/% 23.36 12.89 19.44 16.73 27.58
 

  2.3    基于AJSO-LSTM 的水闸深基坑变形预测

Res

基于式 (6)，可以分别计算得到 IMF1~IMF4 和趋

势性分量 的模糊熵为 2.78，1.56，0.79，0.27和 0.097。

将上述采用 ESMD分解得到的各模态分量经过 FE

重构后，即可输入 AJSO-LSTM算法进行训练，采

用 AJSO算法对 LSTM模型中隐藏层单元数、学习

率和迭代次数共 3组参数进行智能寻优。

待优化 LSTM隐藏层单元数取值范围为 [2, 500]，

学习率取值范围为 [0.000 1, 0.01]，迭代次数取值范

min avg[e(λ,φ)]

围为 [1, 1 000]；AJSO算法种群规模[26-27] 取 100~500，

阈值 取 0.01，运动系数 ξ 取 0.2，预测

迭代步长为 1。当算法满足阈值要求时终止算法，

对应的超参数为优化后的 LSTM模型参数。

在获得各重构子序列的 AJSO-LSTM优化模型

后，对各重构子序列按固定时间步长分别进行动态

预测，并合成各重构子序列的预测结果，得到基坑

变形的预测结果。对 2023年 4月 26日−5月 15

日基坑变形进行预测，预测步长取为 1，相应各组模

型预测成果和预测残差见图 7和图 8。ESMD-FE-

AJSO-LSTM方法预测的水闸深基坑变形能够准确

反映水闸基坑开挖实时变形趋势，与水平变形实测

值较为接近。预测成果基本位于 AJSO-LSTM、

LSTM、RNN以及 SVM算法预测成果之间，相比其

他 4组模型预测残差更低，具有较高预测精度。
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ESMD-FE-AJSO-LSTM方法与其他 4组模型预

测精度评价指标统计雷达图见图 9。由图 9可知，

相比其他算法，ESMD-FE-AJSO-LSTM计算得到的

水闸深基坑变形预算值与实测值具有更高的相关

系数 R。除平均绝对百分比误差 EMAP 略差于 AJSO-

LSTM算法外，均方根误差 ERMS、平均绝对系数

EMA 以及均方误差 EMS 均优于另外 4组模型。综上

所述，本文方法可显著提高水闸深基坑开挖变形预

测精度和鲁棒性。

ESMD-FE-AJSO-LSTM方法与其他 4组模型针

对水闸深基坑变形预测残差箱线图见图 10。由图

10可知，ESMD-FE-AJSO-LSTM方法预测残差基本

在零值均值附近波动，整体呈正态分布，表明 ESMD-

FE-AJSO-LSTM方法相比其他 4组模型具有更好的

预测稳定性。
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图 9　各模型预测精度评价指标雷达图

Fig. 9　Radar chart of prediction accuracy evaluation indicators

for each model
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图 10　各模型预测残差箱线图

Fig. 10　Box plots of predicted residuals for each model
 

  3    结 论

水闸深基坑开挖变形具有明显的非线性和非稳

定性特征。为了实现对水闸基坑开挖变形动态预

测和分析，提出了基于 ESMD-FE-AJSO-LSTM算法

的水闸深基坑变形预测方法。研究结果表明：

由 ESMD算法分解得到的多维特征尺度分量

表现出了明显不同的物理振荡特性。同时各模态

方差贡献率计算结果表明，该水闸深基坑变形短时

波动变化主要以高频模态 IMF1 和 IMF2 为主，而长

时波动变化主要以趋势性分量 Res 为主。该分解成

果与现场观测成果一致，表明 ESMD方法能够有效

识别基坑开挖变形不同时间尺度物理特征。

ESMD-FE-AJSO-LSTM方法对水闸深基坑变

形预测精度整体在 97.63%~99.52% 范围内，预测成

果整体优于 AJSO-LSTM、LSTM、RNN以及 SVM

算法，具有更高的预测精度。
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ESMD-FE-AJSO-LSTM方法预测残差基本在

零值均值附近波动，整体呈正态分布，表明 ESMD-
FE-AJSO-LSTM方法相比其他 4组模型具有更好的

预测稳定性和鲁棒性，科学意义和工程实践应用价

值更强。
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Deformation prediction of deep foundation pit of sluice
based on ESMD-FE-AJSO-LSTM algorithm

ZHANG Wei1,3，DENG Binbin2，QIU Jianchun3,4，XIA Guochun1,3，YAO Zhaoren1，LIU Zhanwu1，
ZHU Xinyu1，WANG Yujin1

（1. Jiangsu Hydraulic Engineering Construction Co., Ltd, Yangzhou 225002, China；2. Zhangjiagang Yangtze River Flood Control Engineering

Management Office, Suzhou 215600, China；3. College of Hydraulic Science and Engineering, Yangzhou University, Yangzhou 225100, China；

4. State Key Laboratory of Hydrology-Water Resources and Hydraulic Engineering, Hohai University, Nanjing 210098, China）

Abstract: The  excavation  and  deformation  of  deep  foundation  pits  for  sluice  gates  were  influenced  by  various
factors,  including  engineering  and  hydrogeological  conditions,  spatial  dimensions  of  the  foundation  pit,  type  of
support  structure,  and  excavation  stage.  Additionally,  random  environmental  factors  such  as  vibrations  from
construction machinery, loads from surrounding traffic, and weather conditions play a role. The excavation-induced
deformation of these foundation pits exhibited significant nonlinearity and instability. The deformation monitoring
data  acquired  from  the  excavation  site  of  the  foundation  pit  consist  of  a  series  of  multimodal  sequences  across
various temporal dimensions.  Scientifically identifying key data features in different dimensions and subsequently
modelling and predicting them in a targeted manner holds significant importance.
      The extreme-point symmetric mode decomposition method (ESMD) was employed for the prototype monitoring
sequences  of  deformation  during  the  deep  excavation  of  a  sluice  foundation  pit,  involving  multimodal
decomposition. The deformation monitoring data of the sluice foundation pit were decomposed into several distinct
subsequence  components,  intrinsic  mode  functions  (IMFs),  and  trend  components  (Res),  each  exhibiting  unique
features. Fuzzy entropy (FE) theory was utilized, and fuzzy multimodal phase space reconstruction was applied to
each  modal  subsequence  component  and  trend  component,  resulting  in  multiple  reconstructed  subsequence
components.  Physically  significant  features  of  sluice  foundation  pit  deformation  at  various  time  scales  were
effectively  discerned through this  process.  Subsequently,  a  model  was  constructed  based on the  artificial  jellyfish
search  optimizer  (AJSO)-optimized  long  short-term  memory  (LSTM)  artificial  neural  network.  The  optimization
involved  training  on  the  reconstructed  subsequences,  yielding  an  AJSO-LSTM  optimized  model  for  each
reconstructed subsequence. Finally, using the optimized AJSO-LSTM models, dynamic predictions were made for
each  reconstructed  subsequence  at  fixed  time  intervals.  The  predicted  results  for  each  reconstructed  subsequence
were synthesized to obtain the overall prediction of foundation pit deformation. To evaluate the prediction accuracy
of  the  ESMD-FE-AJSO-LSTM model  for  foundation  pit  deformation,  multiple  accuracy  evaluation  metrics  were
introduced.
      Taking  the  excavation  deformation  monitoring  of  the  Eleven  Weir  Riverbank  Hub  Reconstruction  Project  in
Zhangjiagang city as an example, the methods described above are employed to predict and analyse the excavation-
induced deformations in the hub project.
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