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深度学习水文预报研究进展综述Ⅰ

———常用模型与建模方法

欧阳文宇，叶磊，王梦云，孟子文，张弛

（大连理工大学水利工程学院，辽宁 大连１１６０２４）

摘要：数据密集研究范式主导的数据水文学正在成为水文研究的一个重要方向，而善于从大量数据中挖掘规律的深

度学习理论推动了近年来数据驱动水文预报的研究热潮，并不断和水文学科融合，逐步成为数据水文学的重要研究

方法体系。从深度学习与水文预报学科交叉的角度，简要介绍了水文领域常用深度学习模型的原理与结构及其应

用于水文预报中的一般建模方法，在此基础上进一步介绍深度学习与水文物理机制整合的基本方法，以期为相关研

究人员开展深度学习水文预报研究提供有益参考。

关键词：数据水文学；深度学习；水文预报；模型概念；应用方法；物理机制

中图分类号：ＴＶ２１４　　文献标志码：Ａ　　开放科学（资源服务）标志码（ＯＳＩＤ）：

　　水文预报是水文学者寻求水文现象时空变化特

征及规律，揭示水文现象形成机理的重要手段，也是

水旱灾害防御、水资源综合利用等社会经济发展所

必需的重要技术［１］。自２０世纪中叶以来，随着电子

计算机的发明和快速发展，通过计算机模拟水文现

象形成和变化的“仿真范式”成为了水文领域常用科

学研究范式，人们在流域以及更大尺度上利用水文

模型开展水文预报成为可能［２３］。然而任何水文模

型只是流域水文形成机理的近似，水文过程受气象、

流域下垫面、人类活动等综合因素的相互作用，是最

复杂的自然现象之一，流域水文模型无法完全反映

水文过程形成机理和变化规律。因此，完全依赖基

于现有物理定律和数学方程的水文模型，难以准确

认识和预报复杂的水文现象［４］。

近几十年来，随着卫星、航空遥感、雷达等观测

手段的不断进步，包括水文在内的地球系统科学领

域积累了大量数据［５］。这些密集观测数据本质上是

自然现象形成机理和时空变化规律的微分方程在一

定初始条件和边界条件约束下的解［６］，其中必然隐藏

着自然现象形成机理和时空变化规律。因此，对于复

杂的水文现象，若从观测数据入手，采用逆向思维方

式由果及因地分析水文问题，构建基于密集观测数

据的“数据水文学”研究范式［２］，则可望突破目前流

域水文模型仅凭少量观测数据和固有模式进行预报

的制约，从而揭示更全面的水文过程形成机理和时

空变化规律，成为推动水文学发展的重要驱动力。

深度学习正是这样一类研究如何从大量数据中

发现规律、提取知识的领域。深度学习核心是让计

算机自动学习各类算法，对大量样本数据进行分析

并寻求规律，从而对未知数据进行预测。此过程与

水文预报通过分析历史水文数据获取规律，并在其

基础上概化模型预测水文过程高度一致，因此深度
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学习在水文领域获得了广泛的关注［７］。本文主标题

定名为“深度学习水文预报研究进展综述”，旨在表

明深度学习与水文预报的有机结合，而不仅局限于

深度学习在水文预报中的简单应用。本文主要面向

水文领域研究人员，系统地介绍深度学习水文预报

中常见深度学习模型的原理与结构，深度学习水文

预报模型一般构建方法以及深度学习与水文物理机

制的整合方式。

１　深度学习常见模型简介

深度学习专指深度神经网络，是一类将简单的

非线性运算模块通过多层次网络结构联结以学习复

杂关系的表征学习方法，属于机器学习子领域［８］。

其多层次网络一般指“深层”网络结构，但关于“深

层”网络并没有明确的定义，通常是指依赖大量数

据，有多层、多神经元的神经网络。“深层”网络各层

次模块能将其输入转化为更高抽象层次的特征，放

大输入中对输出变化重要的因素，并抑制不相关的

变化，实现特征的自动提取，而“浅层”网络和一般机

器学习算法则需要专家经验和工程技巧设计特征提

取器，这也是近年来深度学习模型相比于浅层网络

等算法应用更广泛的原因之一。深度学习范式多

样、模型种类众多，背后涉及的数学和计算理论对水

文学科研究者来说极富挑战［９］，因此，本节简要介绍

水文预报中常用的深度学习模型结构，为水文研究

者了解和掌握适合于水文预报的深度学习模型提供

帮助。

１．１　深度前馈网络

最基础的深度神经网络结构是深度前馈网络，

即前馈神经网络或多层感知机（ｍｕｌｔｉｌａｙｅｒｐｅｒｃｅｐ

ｔｒｏｎ，ＭＬＰ）
［１０］，它包括输入层、隐含层和输出层，每

一层神经元和其前后层所有神经元都有连接（即全

连接），通过权值表达各神经元的连接强度。前馈的

含义是指，信号在神经网络是单向流动，信号从前一

层流向后一层没有反馈。对每个非输入层的神经

元，计算其上一层所有神经元的带偏置的线性加权

总和，并通过非线性激活函数得到激活值，作为该神

经元输出。常用激活函数包括Ｓｉｇｍｏｉｄ函数、双曲

正切函数（ｔａｎｈ）、线性整流函数（ｒｅｃｔｉｆｉｅｄｌｉｎｅａｒ

ｕｎｉｔ，ＲｅＬＵ）等。

为完成目标变量的预测任务，需要使用样本数

据训练ＭＬＰ。首先将样本数据输入ＭＬＰ完成前馈

计算得到模型输出，然后通过损失函数衡量其与目

标输出之间的距离，即损失值，再由ＭＬＰ调整其网

络权值来减小损失值。模型学习或者训练就是优化

权值使所有样本总体损失最小。最基础的模型训练

算法是梯度下降法，梯度下降法首先计算损失值相

对于各权值的梯度，然后从当前权值出发沿负梯度

方向变化更新权值。由于权值的梯度计算及更新均

由输出层反向逐层传至输入层，该算法也称反向传

播算法。前馈计算和反向传播算法是包括ＭＬＰ在

内的各类神经网络的基本运算模式。

ＭＬＰ很早就应用于水文领域，在降雨、蒸散发、

水位、径流等各类水文变量预测方面都有广泛应

用［１１１２］。但ＭＬＰ的输入是一系列互相之间没有连

接的神经元在面临复杂高维输入时必须将数据展开

到低维，破坏了高维输入结构关系，导致ＭＬＰ模型难

以学习复杂数据模式。因此，目前大多数深度学习

并不直接使用 ＭＬＰ作为建模工具，而是将其以基

础模块的形式嵌入到其他深度学习网络结构中。

１．２　卷积神经网络

卷积神经网络（ｃｏｎｖｏｌｕｔｉｏｎａｌｎｅｕｒａｌｎｅｔｗｏｒｋ，

ＣＮＮ）是一类使用卷积运算代替全连接矩阵乘法的

神经网络［１３］，是深度学习的代表模型之一。ＣＮＮ

由输入层、卷积层、池化层、全连接层及输出层构成，

模型结构见图１。在卷积层中，输入数据与卷积核

执行卷积运算并通过非线性激活函数得到输出特征

图。特征图的每个单元都通过卷积核和上一层输入

的局部单元块建立连接，不同的卷积核生成不同的

特征图。特征图一般会进一步通过称为池化的降采

样运算，以合并卷积层检测的相似局部特征，降低数

据量。经过若干层的卷积、池化后，将得到的特征图

依次展开连接成向量，输入全连接网络，最终构成完

整卷积网络。

图１　卷积神经网络结构

Ｆｉｇ．１　Ｔｈｅｓｔｒｕｃｔｕｒｅｄｉａｇｒａｍｏｆｃｏｎｖｏｌｕｔｉｏｎａｌｎｅｕｒａｌｎｅｔｗｏｒｋ
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　　通过这种结构设计，ＣＮＮ克服了ＭＬＰ难以处

理高维复杂时空模式数据的缺点。一方面，ＣＮＮ待

训练参数是卷积核的各元素值，其数量通常远小于

输入数据，相比于 ＭＬＰ的全连接矩阵权值，ＣＮＮ

需训练参数减少，降低了网络模型复杂度，使得模型

更容易训练。另一方面，每个卷积核单次运算针对

的是输入数据的局部元素，通过多卷积核的卷积运

算以及层层抽象，ＣＮＮ能获取到一系列输入数据时

空维度局部特征，最后再经过全连接层汇总，从而有

效地挖掘高维数据的时空模式［１４］。

在水文预报研究中，ＣＮＮ常应用于涉及图像等

多维数据的复杂建模问题［１５１６］。典型地，遥感图像

中水文信息的提取可以使用卷积神经网络来实现，

比如识别极端气象模式［１７］；图像超分辨率处理则可

以用于水文网格数据降尺度分析，比如提升降雨数

据空间分辨率［１８］；在水文变量预测中，如果将水文

网格数据视为图像，能利用卷积神经网络实现预报

影响要素空间特征的捕捉提取［１９］。ＣＮＮ还可用于

时间序列建模问题，比如降雨径流建模中，将时间作

为降雨等输入数据维度之一，可以利用ＣＮＮ提取

时间序列特征用于构建降雨径流相关关系［２０］。

１．３　循环神经网络

循环神经网络 （ｒｅｃｕｒｒｅｎｔｎｅｕｒａｌｎｅｔｗｏｒｋ，

ＲＮＮ）是一类通过隐含层循环连接实现网络动态记

忆能力，从而表达时间等序列变化的神经网络［２１］，

也是深度学习的代表模型之一。ＲＮＮ同样包含输

入层、隐含层、输出层。ＲＮＮ每时段完成一次前向

计算，其中狋时段隐含层输出犺狋不仅取决于狋时段

隐含层输入狓狋，也和狋－１时段的隐含层输出犺狋－１有

关（图２），而犺狋－１的计算又需要犺狋－２，以此类推，

ＲＮＮ中某一时段的状态对过去的所有状态都存在

依赖，所以可以将ＲＮＮ看作所有时段共享权值的

神经网络。ＲＮＮ能够构建序列数据之间的映射，但

是输出序列的长度并不要求与输入序列一致，根据

不同需求，可以有一对多、多对一、多对多等多种对

应关系［２２］。

ＲＮＮ能用于建模动态系统，但反向传播计算中

梯度的连乘效应会导致梯度消失和爆炸问题，使得

其无法处理很长的输入序列［２３］，例如当激活函数是

Ｓｉｇｍｏｉｄ函数时，其导数小于１，多个小于１的导数

连乘就会导致梯度消失。为解决这一问题，Ｈｏｃｈ

ｒｅｉｔｅｒ等
［２４］引入了长短期记忆（ｌｏｎｇｓｈｏｒｔｔｅｒｍ

ｍｅｍｏｒｙ，ＬＳＴＭ）神经网络模型。ＬＳＴＭ建立了称

为“门”的内部处理单元作为记忆模块来实现序列信

息的有效存储和更新。每个门通过单个Ｓｉｇｍｏｉｄ激

活函数非线性网络层来实现信息的选择性通过，门

输出表示信息通过的权重，其输出范围为０到１区

间，其中，０表示遗忘所有信息，１表示记忆所有信

息。ＬＳＴＭ有单元状态和隐含状态两个传输状态，

单元状态随时间缓慢改变，而不同时刻的隐含输出

可能会很不同［２５］。如图２所示，ＬＳＴＭ借助遗忘门

犳狋、输入门犻狋和输出门狅狋实现对上一时段单元状态

犮狋－１、隐含层输出犺狋－１和本时段输入狓狋的记忆和遗

忘，其中，犳狋实现了对犮狋－１的控制，犻狋确定了获取多

少来自犺狋－１和狓狋的输入信息，两者的输出结合决定

了如何更新单元状态得到犮狋，最后经狅狋得到输出。

图２　循环神经网络隐含层结构与长短记忆

神经网络循环单元

Ｆｉｇ．２　Ｔｈｅｉｌｌｕｓｔｒａｔｉｏｎｏｆｈｉｄｄｅｎｌａｙｅｒｉｎｒｅｃｕｒｒｅｎｔｎｅｕｒａｌｎｅｔｗｏｒｋ

ａｎｄｔｈｅｕｎｉｔｏｆｌｏｎｇｓｈｏｒｔｔｅｒｍｍｅｍｏｒｙｎｅｕｒａｌｎｅｔｗｏｒｋ

水文预报是典型的时间序列预测问题，且一些

变量之间存在较长时期的依赖关系，比如流域退水

过程、积雪对径流的影响等，而ＬＳＴＭ能处理序列

内单元之间彼此有复杂关联的任务，因此在水文领

域受到了广泛关注［２６２７］。常见的应用包括降水预

报、径流预报、洪水预报、土壤含水量时空分布预测、

地下水位及流量模拟、水库水位出流预测、水质分析

预测等多方面［２８］。此外，将多时刻的水文网格数据

连接在一起可构成视频信息，结合ＣＮＮ和ＬＳＴＭ

能构建提取复杂时空特征的深度神经网络用于水文

预报［２９］。

１．４　其他深度学习常见范式及模型

通过对大量有标签的样本进行学习的方式属于

监督学习范式，而无资料地区往往没有标签数据，因

此在监督学习范式下难以直接使用上述深度学习模

型。如何利用少量标签或无标签样本数据建立可靠

模型，对目标变量进行预测正是迁移学习研究关注

的问题。迁移学习是运用已存有的知识（源领域）对

不同但相关领域（目标领域）问题进行求解的一种机

·２５６·

第２０卷 第４期　南水北调与水利科技（中英文）　２０２２年８月　



水文水资源

器学习方式［３０］，将深度学习模型用于迁移学习又被

称作深度迁移学习。最简单的深度迁移学习方法是

深度网络的预训练———微调［３１］，即将已训练深度学

习模型的参数直接迁移至目标领域，再根据目标领

域样本微调神经网络参数，从而优化模型学习效率

避免从零学习。类似地，在水文预报中，区域化方法

也能将有资料流域的水文模型参数移植至无资料流

域［３２］。区域化常见的做法是在有资料流域率定水

文模型参数，然后拟合流域属性与水文模型参数间

的关系从而用于无资料流域［３３］。将深度迁移学习

用于区域化方法研究，基于大数据样本能构建更准

确表达水文共性特征的源领域模型，再通过微调等

迁移学习方式使模型更有效学习目标领域任务，有

望获得更好的无资料流域预报性能［３４］。

与监督学习以及迁移学习不同，非监督学习没

有待预测的目标变量，它通过提取无标签数据特征

挖掘数据背后潜在模式，以寻找可描述数据的模型

和规律［１０］。尽管不直接针对待预测目标变量建模，

但利用非监督学习进行数据降维和特征提取能消除

变量中的不重要因素，保留其中关键信息，在此基础

上再与监督学习模型结合能更有效实现预报目标。

传统机器学习算法常与主成分分析结合用于水文预

报，通过主成分分析进行数据降维和特征提取从而

提高预报精度［３５］。深度网络结构有更强的自学习

能力，更适合于处理含高维复杂时空输入数据的预

报任务。堆叠自编码器（ｓｔａｃｋｅｄａｕｔｏｅｎｃｏｄｅｒ，

ＳＡＥ）是一类常见的非监督学习深度神经网络。

ＳＡＥ基于自编码器，利用相同神经元个数的输入层

和输出层以及更少神经元的隐含层的特殊结构来迫

使神经网络在减少特征的前提下在输出中复现输

入，从而实现信息压缩［３６］。比如在洪水淹没预测

中，编码提取淹没图特征后，再以该特征为输出，以

降雨等驱动因子为输入，构建循环神经网络用于预

报特征，再对特征解码可得到预报淹没图［３７］。

２　深度学习水文预报模型构建方法

数据驱动模式研究思路下，研究人员首先收集

整理数据，然后建立模型和训练，在此基础上测试评

估模型，并运用解释方法从中提取符合数据规律和易

于理解的假说，再基于合理假说进一步收集数据建立

模型评估，重复此过程直到模型精度达到预期［３８］。

因此，深度学习模型构建通常包括数据收集处理、模

型构建和训练、模型测试与解释等环节。近些年，水

文气象数据监测的高速发展使得降雨径流建模方面

的研究成果比较突出，因此本节以该问题为例，讨论

深度学习用于水文预报的一般建模方法。

２．１　数据收集处理

模型构建的第一步是针对目标系统的输入输出

收集整理数据。在降雨径流预报研究中，大样本水

文研究（ｌａｒｇｅｓａｍｐｌｅｈｙｄｒｏｌｏｇｙ）
［３９］为深度学习奠

定了较好的数据基础。大样本水文研究涉及的流域

众多且包含了广泛的水文条件，因此能够提供可靠

的结论避免偶然结果。大样本水文数据集正在快速

发展，比如美国“大样本研究的流域属性和气象数据

集（ｃａｔｃｈｍｅｎｔａｔｔｒｉｂｕｔｅｓａｎｄｍｅｔｅｏｒｏｌｏｇｙｆｏｒｌａｒｇｅ

ｓａｍｐｌｅｓｔｕｄｉｅｓ，ＣＡＭＥＬＳ）”已经成为众多水文研究

的基础数据［７，４０］，衍生的 ＣＡＭＥＬＳ智利、ＣＡＭ

ＥＬＳ巴西、ＣＡＭＥＬＳ英国、ＣＡＭＥＬＳ澳大利亚等

也在扩充这一集合［４１４４］。这些数据集包括降雨、径

流、地表气温等重要水文气象时间序列，多年平均降

雨量、流域土地利用类型及所占面积比例等水文气

候和地理环境属性。在降雨径流建模中，通常以径

流作为模型输出、其他变量作为模型输入。

模型训练前通常需要对数据进行前处理。为了

评估模型在现有样本外数据上的预测性能，即泛化

能力，需要将数据分为训练集和测试集，依托训练集

完成模型训练，并在测试集上测试模型性能作为对

模型泛化能力的估计。模型除了可训练参数外，通

常还具有一系列需要人工设定的参数，即超参数，比

如神经网络层数、每层神经元个数等。因此，还需从

训练集中划分出一部分作为验证集评价模型训练效

果，从而进行超参数比选，防止直接使用测试集选择

超参数而造成信息泄露，影响对模型泛化能力的估

计。针对输入输出数据，一般还需进行归一化处理

使训练过程中梯度下降算法能更好地收敛［１０］。

２．２　模型构建和训练

数据收集处理后，根据水文过程记忆性特点，可

选择能挖掘序列中数据间关系特点的神经网络建

模，常用的如ＣＮＮ或ＬＳＴＭ等。水文预报对精度

和预见期都有要求，因此通常需要建立多时段输出

模型以延长预见期，比如多对多模式的ＬＳＴＭ
［４５］。

当输入输出变量时段长度不一致时，比如输入中含

有历史观测径流，输出目标为多时段未来径流，还可

应用编码解码结构类的模型［４６］，将输入序列编码到

上下文向量后再传递给解码器以转换为时序输出以

灵活处理不同时段长度的输入输出。

建模后即可开始训练模型，深度学习模型训练

样本较多，通常不会直接对所有样本一次性执行梯

度下降运算，而是将样本分成一系列小批次（ｍｉｎｉ

·３５６·
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ｂａｔｃｈ），并使用随机梯度下降算法或进一步改进的

Ａｄａｍ、Ａｄｅｌｔａ等算法
［４７４８］完成各小批次的梯度下

降计算。一次遍历所有小批次的训练过程称为代

（ｅｐｏｃｈ），训练通常会执行多代。小批次数和代数等

也是神经网络训练中的超参数，最简单的超参数优

化方式是网格搜索法，即手动设置多组可行的超参

数组合，并从中选择验证集损失最小的，其他自动优

化方法包括随机搜索、贝叶斯优化等［４９］。

训练中，通常会使用正则化（ｒｅｇｕｌａｒｉｚａｔｉｏｎ）方

法防止模型过拟合［５０］。模型过拟合是指训练中不

区别对待数据中的噪声和正常数据，导致模型过度

拟合训练集数据输入输出关系。此时虽然模型能在

训练数据上获得低偏差性能，但同时会有高方差缺

点，即性能不稳定、泛化能力弱。常见正则化方法包

括范数正则化、Ｄｒｏｐｏｕｔ等。范数正则化在模型损

失函数中增加包含模型参数权值范数的惩罚项，比

如Ｌ２范数正则化对应权值平方项，梯度下降更新

权值时会减去带系数的权值项，即权值衰减。

Ｇｏｏｄｆｅｌｌｏｗ等
［１０］指出经过权值衰减，学习算法能收

缩增加预测方差特征的权重，从而减小模型预测方

差，有效防止过拟合。Ｄｒｏｐｏｕｔ会在训练时直接将

部分神经元的激活值或者连接权值设置为０，神经

元置０的概率称为Ｄｒｏｐｏｕｔ率。使用Ｄｒｏｐｏｕｔ方法

时，由于输入中每项都可能在训练期消失，因此最终

输出不能只依赖一两个输入，而须分散其权重并关

注所有输入，从而使神经网络对输入变化不过分敏

感来获取更好的泛化能力。除了模型训练过程外，

Ｇａｌ等
［５１］还指出，在训练后的神经网络中应用

Ｄｒｏｐｏｕｔ预测时，可将丢弃不同神经元的网络视为

来自所有可用模型空间的蒙特卡罗样本，这一过程

被称为蒙特卡罗Ｄｒｏｐｏｕｔ，能为水文预报中的不确

定性量化等研究提供有力工具［５２］。

神经网络训练多采用集成（ｅｎｓｅｍｂｌｅ）学习的方

式。神经网络模型训练后可能陷入局部最优，所以不

同的初始化权重会得到不同性能模型，如果仅训练一

组权重，预测时可能得到不良结果。集成学习能结合

来自多个神经网络模型的预测，以减少预测方差，提

升模型性能［５３］。目前最简单常用的集成训练方式

之一是在同一数据集上训练具有相同网络结构和不

同初始随机权重的网络集合，然后使用每个模型进

行预测，最后取预测的平均值作为实际预测结果。

２．３　模型测试与解释

模型训练完毕后就可用于推断，即在新样本数

据输入条件下进行预测。训练后的模型不再执行梯

度下降运算，因此深度学习能很快完成预测，有极高

的预测效率。衡量模型泛化能力就是评价模型在测

试集上的预测结果。通常用拟合度和误差等统计指

标进行评价，常用指标包括平均绝对误差、均方根误

差、相对偏差、ＮａｓｈＳｕｔｃｌｉｆｆｅ效率系数、ＫｌｉｎｇＧｕｐ

ｔａ效率系数、峰值径流相对偏差及低流量相对偏差

等［５４５５］，通常综合使用它们以判断模型性能。

除了模型测试外，对于模型内部工作机制的理

解也是评价模型的关键，此过程能帮助进一步了解

水文规律，增强模型使用者对于深度神经网络的信

任。深度学习模型解释方法有很多且有不同的分类

体系［５６］，目前在水文预报相关研究中结果反推类的

方法使用较多，比如层次相关传播（ｌａｙｅｒｗｉｓｅｒｅｌｅ

ｖａｎｃｅｐｒｏｐａｇａｔｉｏｎ，ＬＲＰ）、ＳＨａｐｌｅｙＡｄｄｉｔｉｖｅｅｘＰｌａｎａ

ｔｉｏｎ（ＳＨＡＰ）、置换特征重要性（ｐｅｒｍｕｔａｔｉｏｎｆｅａｔｕｒｅ

ｉｍｐｏｒｔａｎｃｅ，ＰＦＩ）等
［５７５９］；通过构建简洁模型来帮助理

解复杂深度学习模型也是一种常见方法，比如ｌｏｃａｌ

ｉｎｔｅｒｐｒｅｔａｂｌｅｍｏｄｅｌａｇｎｏｓｔｉｃｅｘｐｌａｎａｔｉｏｎｓ（ＬＩＭＥ）
［６０］。

此外，可视化网络神经元激活值或联结权值等也是

理解深度学习内部运行规律的有效手段，比如对

ＣＮＮ卷积核及生成特征图的可视化分析
［６１］。

３　深度学习与物理机制的整合方法

深度学习已经被广泛应用于各学科，尤其在水

文这类过程仍未被完全理解的领域，它展示了从数

据挖掘角度认识物理过程规律的潜力，但仍面临一

系列挑战：深度学习需要在大量数据条件下学习训

练，在水文领域，大量流域属于无资料或者缺资料地

区；随着气候变化和人类活动等影响，水文规律非平

稳性也使得现有数据条件下的数据驱动模型不能具

备良好的外延性，即泛化能力；良好的预报不仅包括

性能上的优越，模型能否符合一般物理规律，能否具

备良好的可解释性，以及能否有助于科学知识发现

等都是水文研究者关心的问题。基于物理机制的模

型通常具有较好的解释性和物理一致性，对数据的

依赖程度相对较低，能起到与深度学习模型互补的

效果，因此，近年来物理机制与数据驱动模型融合的

新范式受到了广泛的重视，并显示出了推动科学问

题研究的潜力［６２］，在水文预报中也有望通过整合现

存大量基于物理机制的水文模型与深度学习模型来

推动相关研究进展。本节将物理机制与深度学习模

型整合的方法分为物理机制模型中融入深度学习和

物理机制指导的深度学习两大类展开介绍。

３．１　物理机制模型中融入深度学习

３．１．１　替代物理机制模型中间过程

复杂水文过程的物理机制建模中，部分子模块
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采用基于人为经验或简化的概念性公式，制约了模

型精度。因此，可以考虑分解物理过程，针对性能较

差的子模块，构建深度学习模型并予以替代，作为原

模型的一部分，由此来结合深度学习直接从数据挖

掘变量关系与物理机制模型物理一致性强的优点。

替代的神经网络模型可在训练后耦合到物理机制模

型中（离线模式），也可先与物理机制模型耦合再整

体训练（在线模式）。离线模式下神经网络模型已训

练后，运行时只需实现神经网络的前馈计算；在线模

式下则需在深度学习框架下重写物理机制模型以实

现自动微分，从而顺利完成深度神经网络和物理机

制整合后模型的参数训练。值得注意的是，自动

微分是一类用于自动计算函数导数的计算机程序

技术［６３］。在自动微分实现之前，需手动推导目标

函数对自变量的导数计算公式，然后再编程实现，

这给复杂的神经网络具体实现带来了很大困难；

而自动微分将函数计算处理为导数表达式已知的基

本运算组成的运算轨迹，然后依据链式法则即可完

成梯度计算。

除了使用神经网络替代物理过程子模块外，利

用神经网络学习模型参数也是一种耦合方式，称为

参数学习［６４］。在该方式下，首先构建神经网络模型

挖掘输入数据和物理机制模型参数的关系，再利用

学习到的模型参数进行计算，从而构建参数率定和

模型计算一体的物理机制模型。参数学习必须以在

线模式实现，因此必须在深度学习框架下重写物理

机制模型。相比于传统的参数率定方式，借助深度

学习梯度下降算法的并行实现，参数学习易扩展为

并行计算，计算效率更优。另一方面，参数学习合并

了输入与模型参数间映射关系构建和参数率定过

程，能直接作为一种区域化方法。相比于传统参数

区域化方法，基于大量流域和深度学习构建的模型

参数空间可能具备更好的普适性，结合迁移学习更

有潜力应用于无资料流域的水文预报。

３．１．２　学习物理机制模型预报误差

使用深度学习模型学习物理机制模型预报误差

规律来改善预报能力，是物理机制与深度学习整合

中较早出现的方式。流域水文模型发展多年，处于

现有理论技术条件下的相对成熟阶段，误差校正是

提高现有水文模型精度的有效方式［６５］。目前误差

校正方法大多基于误差自身统计规律进行修正，然

而由于模型预报误差源自模型输入、结构、参数等多

方面，规律十分复杂，企图通过误差数据自身分析找

到规律，并进行校正的想法难以实现，需要探究误差

产生的背后机制，通过有效考虑误差产生因素的时

空动态信息，才能达到较好的误差校正效果。深度

学习能有效考虑各类相关信息以帮助识别、理解误

差模式及其产生的背后机制，从而帮助模型校正，并

指导模型乃至理论的改进［１９］。深度学习误差校正

通常以物理机制模型预报误差作为模型训练目标，

以影响误差的各类时空动态信息为输入构建神经网

络模型，在学习误差规律后可在预测阶段用于对预

报结果的校正。

３．２　物理机制指导的深度学习

３．２．１　指导深度学习模型损失函数设计

水文预报涉及多维时空变量及其相互间复杂关

系，在数据受限的情况下直接利用标准深度学习模

型可能无法找到通用规律［６２］。损失函数是神经网

络梯度下降算法的优化目标，通过将物理机制纳入

损失函数，能够约束模型得到符合物理规律的输出，

起到模型正则化作用。这种正则化有效缩小了参数

搜索空间，为少样本下的深度学习提供可能，同时保

障了遵循物理规律的深度学习模型有更好外延

性［６６］。常见的物理机制指导的损失函数构建方式

包括基于物理方程的等式约束和利用变量单调性等

的不等式约束：等式约束构建和损失计算一致，在违

反等式条件时给予惩罚；不等式约束可以使用Ｒｅ

ＬＵ等函数转换为具体损失值
［６７］。

３．２．２　指导深度学习模型参数初始化

深度学习模型训练前需要初始化，典型的做法

是随机生成，但是不良的初始化对神经网络的训练

不利，若加入物理机制指导模型初始化，能加速神经

网络训练，提高样本利用效率［６２，６６］。典型的做法：

利用输入数据驱动未率定的物理机制模型生成一系

列样本，然后预训练深度学习模型，在此基础上利用

真实输入输出数据进行训练［６８］；或先利用观测数据

率定物理机制模型，再利用随机生成器等生成一系

列随机数据输入物理机制模型获取模拟样本来预训

练深度学习模型［６９］。这类通过初始化帮助模型训

练的方法和迁移学习相似。在迁移学习中，用有限

训练数据进行微调以适应目标任务之前，先在一个

拥有大样本数据的相关任务上预训练模型，再将该

模型权值作为已包含相关信息的初始状态，从而获

取比随机初始化更接近所需任务的理想参数［７０］。

因此，使用基于物理机制的模型模拟数据来预训练

深度学习模型，能减少数据匮乏的影响，起到数据增

强的效果。

３．２．３　指导深度学习模型结构设计

根据物理机制设计深度学习模型，将规则直接

·５５６·
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编码入神经网络是一类更直接的整合方式，能得到

更具物理规则一致性结果，增强模型可解释性。构

建这类新的深度学习模型结构，需要结合水文领域

实际问题特点［６２，６６］，比如水文模型中物理方程常以

时序形式给出，可以直接根据模型表达式写出神经

网络前向计算公式并嵌入到循环神经网络结构中作

为模型循环基本单元［７１］。因为标准深度学习模型

只能利用高度复杂的连接结构提取抽象隐含变量，

所以其可解释性有限，而这种在深度学习架构中添

加物理方程，能得到有物理意义的变量，从而使模型

具备可解释性。此外，水文学中典型的如系统整体

质量守恒对应的水量平衡、能量守恒对应的热平衡

等，如果能显式或隐式地将这些规律写入神经网络，

那么深度学习模型会具有更好的外延性［７２］。

４　结　语

近年来深度学习开启了新一轮水文数据驱动模

型的研究热潮，本文概念性地介绍了水文预报中常

用的卷积神经网络、长短记忆神经网络等深度学习

模型，给出了模型相应的典型应用场景，并讨论了深

度学习用于水文预报建模时的基本构建方法。由于

水文预报研究人员不仅仅从技术层面关心模型预报

性能，还关注深度学习模型结果的可解释性、外延性

及物理一致性等，因此整合深度学习与基于物理机

制模型的研究受到了越来越多的关注，本文按照物

理机制模型中融入深度学习和物理机制指导的深度

学习两种方式讨论了其基本方法，并指出了这类方

法潜在的优点。本文初步归纳总结基于深度学习的

水文预报涉及的基本概念与方法，可为了解近期深

度学习水文预报研究进展提供充分背景知识。
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欧阳文宇，等　深度学习水文预报研究进展综述Ⅰ———常用模型与建模方法
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［３８］　ＳＨＥＮＣ，ＬＡＬＯＹＥ，ＥＬＳＨＯＲＢＡＧＹＡ，ｅｔａｌ．ＨＥＳＳ

ｏｐｉｎｉｏｎｓ：Ｉｎｃｕｂａｔｉｎｇｄｅｅｐｌｅａｒｎｉｎｇｐｏｗｅｒｅｄｈｙｄｒｏｌｏｇ

ｉｃｓｃｉｅｎｃｅａｄｖａｎｃｅｓａｓａｃｏｍｍｕｎｉｔｙ［Ｊ］．Ｈｙｄｒｏｌｏｇｙ

ａｎｄＥａｒｔｈＳｙｓｔｅｍＳｃｉｅｎｃｅｓ，２０１８，２２（１１）：５６３９５６５６．

ＤＯＩ：１０．５１９４／ｈｅｓｓ２２５６３９２０１８．

［３９］　ＡＤＤＯＲＮ，ＤＯＨＸ，ＡＬＶＡＲＥＺＧＡＲＲＥＴＯＮＣ，ｅｔａｌ．

Ｌａｒｇｅｓａｍｐｌｅｈｙｄｒｏｌｏｇｙ：Ｒｅｃｅｎｔｐｒｏｇｒｅｓｓ，ｇｕｉｄｅｌｉｎｅｓ

ｆｏｒｎｅｗｄａｔａｓｅｔｓａｎｄｇｒａｎｄｃｈａｌｌｅｎｇｅｓ［Ｊ］．Ｈｙｄｒｏｌｏｇｉ

ｃａｌＳｃｉｅｎｃｅｓＪｏｕｒｎａｌ，Ｔａｙｌｏｒ＆Ｆｒａｎｃｉｓ，２０２０，６５（５）：

７１２７２５．ＤＯＩ：１０．１０８０／０２６２６６６７．２０１９．１６８３１８２．

［４０］　ＡＤＤＯＲＮ，ＮＥＷＭＡＮＡＪ，ＭＩＺＵＫＡＭＩＮ，ｅｔａｌ．

ＴｈｅＣＡＭＥＬＳｄａｔａｓｅｔ：Ｃａｔｃｈｍｅｎｔａｔｔｒｉｂｕｔｅｓａｎｄｍｅ

ｔｅｏｒｏｌｏｇｙｆｏｒｌａｒｇｅｓａｍｐｌｅｓｔｕｄｉｅｓ［Ｊ］．Ｈｙｄｒｏｌｏｇｙａｎｄ

ＥａｒｔｈＳｙｓｔｅｍＳｃｉｅｎｃｅｓ，２０１７，２１（１０）：５２９３５３１３．

ＤＯＩ：１０．５１９４／ｈｅｓｓ２１５２９３２０１７．

［４１］　ＡＬＶＡＲＥＺＧＡＲＲＥＴＯＮＣ，ＭＥＮＤＯＺＡＰＡ，ＢＯＩＳＩＥＲ

ＪＰ，ｅｔａｌ．ＴｈｅＣＡＭＥＬＳＣＬｄａｔａｓｅｔ：Ｃａｔｃｈｍｅｎｔａｔ

ｔｒｉｂｕｔｅｓａｎｄｍｅｔｅｏｒｏｌｏｇｙｆｏｒｌａｒｇｅｓａｍｐｌｅｓｔｕｄｉｅｓ：

Ｃｈｉｌｅｄａｔａｓｅｔ［Ｊ］．ＨｙｄｒｏｌｏｇｙａｎｄＥａｒｔｈＳｙｓｔｅｍＳｃｉ

ｅｎｃｅｓ，２０１８，２２（１１）：５８１７５８４６．ＤＯＩ：１０．５１９４／ｈｅｓｓ

２２５８１７２０１８．

［４２］　ＣＨＡＧＡＳＶＢＰ，ＣＨＡＦＦＥＰＬＢ，ＡＤＤＯＲＮ，ｅｔａｌ．

ＣＡＭＥＬＳＢＲ：Ｈｙｄｒｏｍｅｔｅｏｒｏｌｏｇｉｃａｌｔｉｍｅｓｅｒｉｅｓａｎｄ

ｌａｎｄｓｃａｐｅａｔｔｒｉｂｕｔｅｓｆｏｒ８９７ｃａｔｃｈｍｅｎｔｓｉｎＢｒａｚｉｌ［Ｊ］．

ＥａｒｔｈＳｙｓｔｅｍＳｃｉｅｎｃｅＤａｔａ，２０２０，１２（３）：２０７５２０９６．

ＤＯＩ：１０．５１９４／ｅｓｓｄ１２２０７５２０２０．

［４３］　ＣＯＸＯＮＧ，ＡＤＤＯＲＮ，ＢＬＯＯＭＦＩＥＬＤＪＰ，ｅｔａｌ．

ＣＡＭＥＬＳＧＢ：Ｈｙｄｒｏｍｅｔｅｏｒｏｌｏｇｉｃａｌｔｉｍｅｓｅｒｉｅｓａｎｄ

ｌａｎｄｓｃａｐｅａｔｔｒｉｂｕｔｅｓｆｏｒ６７１ｃａｔｃｈｍｅｎｔｓｉｎＧｒｅａｔＢｒｉｔ

ａｉｎ［Ｊ］．ＥａｒｔｈＳｙｓｔｅｍＳｃｉｅｎｃｅＤａｔａ，２０２０，１２（４）：

２４５９２４８３．ＤＯＩ：１０．５１９４／ｅｓｓｄ１２２４５９２０２０．

［４４］　ＦＯＷＬＥＲＫＪＡ，ＡＣＨＡＲＹＡＳＣ，ＡＤＤＯＲＮ，ｅｔａｌ．

ＣＡＭＥＬＳＡＵＳ：Ｈｙｄｒｏｍｅｔｅｏｒｏｌｏｇｉｃａｌｔｉｍｅｓｅｒｉｅｓａｎｄ

ｌａｎｄｓｃａｐｅａｔｔｒｉｂｕｔｅｓｆｏｒ２２２ｃａｔｃｈｍｅｎｔｓｉｎＡｕｓｔｒａｌｉａ

［Ｊ］．ＥａｒｔｈＳｙｓｔｅｍＳｃｉｅｎｃｅＤａｔａ，２０２１，１３（８）：３８４７

３８６７．ＤＯＩ：１０．５１９４／ｅｓｓｄ１３３８４７２０２１．

［４５］　ＯＵＹＡＮＧＷ，ＬＡＷＳＯＮＫ，ＦＥＮＧＤ，ｅｔａｌ．Ｃｏｎｔｉｎｅｎ

ｔａｌｓｃａｌｅｓｔｒｅａｍｆｌｏｗｍｏｄｅｌｉｎｇｏｆｂａｓｉｎｓｗｉｔｈｒｅｓｅｒ

ｖｏｉｒｓ：Ｔｏｗａｒｄｓａｃｏｈｅｒｅｎｔｄｅｅｐｌｅａｒｎｉｎｇｂａｓｅｄｓｔｒａｔｅ

ｇｙ［Ｊ］．ＪｏｕｒｎａｌｏｆＨｙｄｒｏｌｏｇｙ，２０２１，５９９：１２６４５５．

ＤＯＩ：１０．１０１６／ｊ．ｊｈｙｄｒｏｌ．２０２１．１２６４５５．

［４６］　ＸＩＡＮＧＺ，ＹＡＮＪ，ＤＥＭＩＲＩ．Ａｒａｉｎｆａｌｌｒｕｎｏｆｆｍｏｄｅｌ

ｗｉｔｈＬＳＴＭｂａｓｅｄｓｅｑｕｅｎｃｅｔｏｓｅｑｕｅｎｃｅｌｅａｒｎｉｎｇ［Ｊ］．

ＷａｔｅｒＲｅｓｏｕｒｃｅｓＲｅｓｅａｒｃｈ，ＪｏｈｎＷｉｌｅｙ＆Ｓｏｎｓ，Ｌｔｄ，

２０２０，５６（１）：ｅ２０１９ＷＲ０２５３２６．ＤＯＩ：１０．１０２９／

２０１９ＷＲ０２５３２６．

［４７］　ＫＩＮＧＭＡＤＰ，ＢＡＪ．Ａｄａｍ：Ａｍｅｔｈｏｄｆｏｒｓｔｏｃｈａｓｔｉｃ

ｏｐｔｉｍｉｚａｔｉｏｎ［Ｃ］．３ｒｄＩｎｔｅｒｎａｔｉｏｎａｌＣｏｎｆｅｒｅｎｃｅｆｏｒ

ＬｅａｒｎｉｎｇＲｅｐｒｅｓｅｎｔａｔｉｏｎｓ．ＳａｎＤｉｅｇｏ，ＣＡ：２０１４．ＤＯＩ：

１０．４８５５０／ａｒＸｉｖ．１４１２．６９８０．

［４８］　ＺＥＩＬＥＲ ＭＤ．Ａｄａｄｅｌｔａ：Ａｎａｄａｐｔｉｖｅｌｅａｒｎｉｎｇｒａｔｅ

ｍｅｔｈｏｄ［Ｊ］．ａｒＸｉｖｐｒｅｐｒｉｎｔａｒＸｉｖ：１２１２．５７０１，２０１２．

ＤＯＩ：１０．４８５５０／ａｒＸｉｖ．１２１２．５７０１．

［４９］　ＢＥＲＧＳＴＲＡＪ，ＢＡＲＤＥＮＥＴＲ，ＢＥＮＧＩＯＹ，ｅｔａｌ．Ａｌ

ｇｏｒｉｔｈｍｓｆｏｒ ｈｙｐｅｒｐａｒａｍｅｔｅｒｏｐｔｉｍｉｚａｔｉｏｎ［Ｃ］．

ＳＨＡＷＥＴＡＹＬＯＲＪ，ＺＥＭＥＬＲ，ＢＡＲＴＬＥＴＴＰ，

ｅｔａｌ．Ａｄｖａｎｃｅｓｉｎ ＮｅｕｒａｌＩｎｆｏｒｍａｔｉｏｎ Ｐｒｏｃｅｓｓｉｎｇ

Ｓｙｓｔｅｍｓ．ＣｕｒｒａｎＡｓｓｏｃｉａｔｅｓ，Ｉｎｃ．，２０１１，２４．

［５０］　ＢＡＬＤＩＰ，ＳＡＤＯＷＳＫＩＰ．Ｔｈｅｄｒｏｐｏｕｔｌｅａｒｎｉｎｇａｌｇｏ

ｒｉｔｈｍ［Ｊ］．ＡｒｔｉｆｉｃｉａｌＩｎｔｅｌｌｉｇｅｎｃｅ，２０１４，２１０：７８１２２．

ＤＯＩ：１０／ｆ５ｘ６ｇ４．

［５１］　ＧＡＬＹ，ＧＨＡＨＲＡＭＡＮＩＺ．ＤｒｏｐｏｕｔａｓａＢａｙｅｓｉａｎ

ａｐｐｒｏｘｉｍａｔｉｏｎ：Ｒｅｐｒｅｓｅｎｔｉｎｇ ｍｏｄｅｌｕｎｃｅｒｔａｉｎｔｙｉｎ

ｄｅｅｐｌｅａｒｎｉｎｇ［Ｃ］．ＢＡＬＣＡＮＭＦ，ＷＥＩＮＢＥＲＧＥＲＫ

Ｑ．ＰｒｏｃｅｅｄｉｎｇｓｏｆＴｈｅ３３ｒｄＩｎｔｅｒｎａｔｉｏｎａｌＣｏｎｆｅｒｅｎｃｅ

ｏｎ ＭａｃｈｉｎｅＬｅａｒｎｉｎｇ．Ｎｅｗ Ｙｏｒｋ，ＵＳＡ：ＰＭＬＲ，

２０１６，４８：１０５０１０５９．

［５２］　ＦＡＮＧＫ，ＫＩＦＥＲＤ，ＬＡＷＳＯＮＫ，ｅｔａｌ．Ｅｖａｌｕａｔｉｎｇ

ｔｈｅｐｏｔｅｎｔｉａｌａｎｄｃｈａｌｌｅｎｇｅｓｏｆａｎｕｎｃｅｒｔａｉｎｔｙｑｕａｎｔｉ

ｆｉｃａｔｉｏｎｍｅｔｈｏｄｆｏｒｌｏｎｇｓｈｏｒｔｔｅｒｍｍｅｍｏｒｙｍｏｄｅｌｓ

ｆｏｒｓｏｉｌｍｏｉｓｔｕｒｅｐｒｅｄｉｃｔｉｏｎｓ［Ｊ］．ＷａｔｅｒＲｅｓｏｕｒｃｅｓＲｅ

ｓｅａｒｃｈ，Ｊｏｈｎ Ｗｉｌｅｙ ＆ Ｓｏｎｓ，Ｌｔｄ，２０２０，５６（１２）：

ｅ２０２０ＷＲ０２８０９５．ＤＯＩ：１０．１０２９／２０２０ＷＲ０２８０９５．

［５３］　ＧＡＮＡＩＥＭ，ＨＵ Ｍ Ｈ，ＯＴＨＥＲＳ．Ｅｎｓｅｍｂｌｅｄｅｅｐ

ｌｅａｒｎｉｎｇ：Ａｒｅｖｉｅｗ［Ｊ］．ａｒＸｉｖｐｒｅｐｒｉｎｔａｒＸｉｖ：２１０４．

０２３９５，２０２１．ＤＯＩ：１０．４８５５０／ａｒＸｉｖ．２１０４．０２３９５．

［５４］　ＮＡＳＨＪＥ，ＳＵＴＣＬＩＦＦＥＪＶ．Ｒｉｖｅｒｆｌｏｗｆｏｒｅｃａｓｔｉｎｇ

ｔｈｒｏｕｇｈｃｏｎｃｅｐｔｕａｌｍｏｄｅｌｓｐａｒｔＩ：Ａｄｉｓｃｕｓｓｉｏｎｏｆ

ｐｒｉｎｃｉｐｌｅｓ［Ｊ］．ＪｏｕｒｎａｌｏｆＨｙｄｒｏｌｏｇｙ，１９７０，１０（３）：

２８２２９０．ＤＯＩ：１０．１０１６／００２２１６９４（７０）９０２５５６．

［５５］　ＹＩＬＭＡＺＫＫ，ＧＵＰＴＡＨＶ，ＷＡＧＥＮＥＲＴ．Ａｐｒｏｃｅｓｓ

ｂａｓｅｄｄｉａｇｎｏｓｔｉｃａｐｐｒｏａｃｈｔｏｍｏｄｅｌｅｖａｌｕａｔｉｏｎ：Ａｐｐｌｉ

ｃａｔｉｏｎｔｏｔｈｅＮＷＳｄｉｓｔｒｉｂｕｔｅｄｈｙｄｒｏｌｏｇｉｃｍｏｄｅｌ［Ｊ］．

ＷａｔｅｒＲｅｓｏｕｒｃｅｓＲｅｓｅａｒｃｈ，２００８，４４（９）．ＤＯＩ：１０．

１０２９／２００７ＷＲ００６７１６．

［５６］　ＬＩＮＡＲＤＡＴＯＳＰ，ＰＡＰＡＳＴＥＦＡＮＯＰＯＵＬＯＳＶ，ＫＯＴ

ＳＩＡＮＴＩＳＳ．ＥｘｐｌａｉｎａｂｌｅＡＩ：Ａｒｅｖｉｅｗｏｆｍａｃｈｉｎｅ
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ｌｅａｒｎｉｎｇｉｎｔｅｒｐｒｅｔａｂｉｌｉｔｙｍｅｔｈｏｄｓ［Ｊ］．Ｅｎｔｒｏｐｙ，２０２１，

２３（１）．ＤＯＩ：１０．３３９０／ｅ２３０１００１８．

［５７］　ＬＵＮＤＢＥＲＧＳＭ，ＬＥＥＳＩ．Ａｕｎｉｆｉｅｄａｐｐｒｏａｃｈｔｏｉｎ

ｔｅｒｐｒｅｔｉｎｇｍｏｄｅｌｐｒｅｄｉｃｔｉｏｎｓ［Ｃ］．Ｐｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅ

３１ｓｔＩｎｔｅｒｎａｔｉｏｎａｌＣｏｎｆｅｒｅｎｃｅｏｎＮｅｕｒａｌＩｎｆｏｒｍａｔｉｏｎ

ＰｒｏｃｅｓｓｉｎｇＳｙｓｔｅｍｓ．ＲｅｄＨｏｏｋ，ＮＹ，ＵＳＡ：Ｃｕｒｒａｎ

ＡｓｓｏｃｉａｔｅｓＩｎｃ．，２０１７：４７６８４７７７．

［５８］　ＢＲＥＩＭＡＮＬ．Ｒａｎｄｏｍｆｏｒｅｓｔｓ［Ｊ］．ＭａｃｈｉｎｅＬｅａｒｎｉｎｇ，

２００１，４５（１）：５３２．ＤＯＩ：１０．１０２３／Ａ：１０１０９３３４０４３２４．

［５９］　ＢＡＣＨＳ，ＢＩＮＤＥＲＡ，ＭＯＮＴＡＶＯＮＧ，ｅｔａｌ．Ｏｎｐｉｘ

ｅｌｗｉｓｅｅｘｐｌａｎａｔｉｏｎｓｆｏｒｎｏｎｌｉｎｅａｒｃｌａｓｓｉｆｉｅｒｄｅｃｉｓｉｏｎｓ

ｂｙｌａｙｅｒｗｉｓｅｒｅｌｅｖａｎｃｅｐｒｏｐａｇａｔｉｏｎ［Ｊ］．ＰＬＯＳＯＮＥ，

ＰｕｂｌｉｃＬｉｂｒａｒｙｏｆＳｃｉｅｎｃｅ，２０１５，１０（７）：１４６．ＤＯＩ：１０．

１３７１／ｊｏｕｒｎａｌ．ｐｏｎｅ．０１３０１４０．

［６０］　ＲＩＢＥＩＲＯ Ｍ Ｔ，ＳＩＮＧＨＳ，ＧＵＥＳＴＲＩＮＣ．“Ｗｈｙ

ｓｈｏｕｌｄＩｔｒｕｓｔｙｏｕ？”：Ｅｘｐｌａｉｎｉｎｇｔｈｅｐｒｅｄｉｃｔｉｏｎｓｏｆ

ａｎｙｃｌａｓｓｉｆｉｅｒ［Ｃ］．Ｐｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅ２２ｎｄＡＣＭ

ＳＩＧＫＤＤＩｎｔｅｒｎａｔｉｏｎａｌＣｏｎｆｅｒｅｎｃｅｏｎＫｎｏｗｌｅｄｇｅＤｉｓ

ｃｏｖｅｒｙａｎｄＤａｔａＭｉｎｉｎｇ．ＮｅｗＹｏｒｋ，ＮＹ，ＵＳＡ：Ａｓｓｏ

ｃｉａｔｉｏｎｆｏｒＣｏｍｐｕｔｉｎｇＭａｃｈｉｎｅｒｙ，２０１６：１１３５１１４４．

ＤＯＩ：１０．１１４５／２９３９６７２．２９３９７７８．

［６１］　ＺＥＩＬＥＲＭＤ，ＦＥＲＧＵＳＲ．Ｖｉｓｕａｌｉｚｉｎｇａｎｄｕｎｄｅｒ

ｓｔａｎｄｉｎｇｃｏｎｖｏｌｕｔｉｏｎａｌｎｅｔｗｏｒｋｓ［Ｊ］．ＣｏｍｐｕｔｅｒＶｉ

ｓｉｏｎ，２０１４，８１８８３３．ＤＯＩ：１０．４８５５０／ＡＲＸＩＶ．１３１１．

２９０１．

［６２］　ＫＡＲＰＡＴＮＥＡ，ＡＴＬＵＲＩＧ，ＦＡＧＨＭＯＵＳＪＨ，ｅｔａｌ．

Ｔｈｅｏｒｙｇｕｉｄｅｄｄａｔａｓｃｉｅｎｃｅ：Ａｎｅｗｐａｒａｄｉｇｍｆｏｒｓｃｉ

ｅｎｔｉｆｉｃｄｉｓｃｏｖｅｒｙｆｒｏｍｄａｔａ［Ｊ］．ＩＥＥＥＴｒａｎｓａｃｔｉｏｎｓｏｎ

ＫｎｏｗｌｅｄｇｅａｎｄＤａｔａＥｎｇｉｎｅｅｒｉｎｇ，２０１７，２９（１０）：

２３１８２３３１．ＤＯＩ：１０．１１０９／ＴＫＤＥ．２０１７．２７２０１６８．

［６３］　ＢＡＹＤＩＮＡＧ，ＰＥＡＲＬＭＵＴＴＥＲＢＡ，ＲＡＤＵＬＡ

Ａ，ｅｔａｌ．Ａｕｔｏｍａｔｉｃｄｉｆｆｅｒｅｎｔｉａｔｉｏｎｉｎｍａｃｈｉｎｅｌｅａｒｎ

ｉｎｇ：Ａｓｕｒｖｅｙ［Ｊ］．ＪｏｕｒｎａｌｏｆＭａｒｃｈｉｎｅＬｅａｒｎｉｎｇＲｅ

ｓｅａｒｃｈ，ＭｉｃｒｏｔｏｍｅＰｕｂｌｉｓｈｉｎｇ，２０１８，１８：１４３．ＤＯＩ：

１０．４８５５０／ａｒＸｉｖ．１５０２．０５７６７．

［６４］　ＴＳＡＩＷＰ，ＦＥＮＧＤ，ＰＡＮＭ，ｅｔａｌ．Ｆｒｏｍｃａｌｉｂｒａｔｉｏｎ

ｔｏｐａｒａｍｅｔｅｒｌｅａｒｎｉｎｇ：Ｈａｒｎｅｓｓｉｎｇｔｈｅｓｃａｌｉｎｇｅｆｆｅｃｔｓ

ｏｆｂｉｇｄａｔａｉｎｇｅｏｓｃｉｅｎｔｉｆｉｃｍｏｄｅｌｉｎｇ［Ｊ］．ＮａｔｕｒｅＣｏｍ

ｍｕｎｉｃａｔｉｏｎｓ，２０２１，１２（１）：５９８８．ＤＯＩ：１０．１０３８／

ｓ４１４６７０２１２６１０７ｚ．

［６５］　ＷＥＩＭＩＮＢ，ＷＥＩＳ，ＳＩＭＩＮＱ．Ｆｌｏｗｕｐｄａｔｉｎｇｉｎｒｅａｌ

ｔｉｍｅｆｌｏｏｄｆｏｒｅｃａｓｔｉｎｇｂａｓｅｄｏｎｒｕｎｏｆｆｃｏｒｒｅｃｔｉｏｎｂｙａ

ｄｙｎａｍｉｃｓｙｓｔｅｍ ｒｅｓｐｏｎｓｅｃｕｒｖｅ［Ｊ］．Ｊｏｕｒｎａｌｏｆ

ＨｙｄｒｏｌｏｇｉｃＥｎｇｉｎｅｅｒｉｎｇ，２０１４，１９（４）：７４７７５６．ＤＯＩ：

１０．１０６１／（ＡＳＣＥ）ＨＥ．１９４３５５８４．００００８４８．

［６６］　ＷＩＬＬＡＲＤＪ，ＪＩＡＸ，ＸＵＳ，ｅｔａｌ．Ｉｎｔｅｇｒａｔｉｎｇｓｃｉｅｎｔｉｆｉｃ

ｋｎｏｗｌｅｄｇｅｗｉｔｈｍａｃｈｉｎｅｌｅａｒｎｉｎｇｆｏｒｅｎｇｉｎｅｅｒｉｎｇａｎｄ

ｅｎｖｉｒｏｎｍｅｎｔａｌｓｙｓｔｅｍｓ［Ｊ］．ａｒＸｉｖｐｒｅｐｒｉｎｔａｒＸｉｖ：

２００３．０４９１９，２０２１．ＤＯＩ：１０．４８５５０／ａｒＸｉｖ．２００３．０４９１９．

［６７］　ＷＡＮＧＮ，ＺＨＡＮＧＤ，ＣＨＡＮＧＨ，ｅｔａｌ．Ｄｅｅｐｌｅａｒｎ

ｉｎｇｏｆｓｕｂｓｕｒｆａｃｅｆｌｏｗｖｉａｔｈｅｏｒｙｇｕｉｄｅｄｎｅｕｒａｌｎｅｔ

ｗｏｒｋ［Ｊ］．ＪｏｕｒｎａｌｏｆＨｙｄｒｏｌｏｇｙ，２０２０，５８４：１２４７００．

ＤＯＩ：１０．１０１６／ｊ．ｊｈｙｄｒｏｌ．２０２０．１２４７００．

［６８］　ＲＥＡＤＪＳ，ＪＩＡＸ，ＷＩＬＬＡＲＤＪ，ｅｔａｌ．Ｐｒｏｃｅｓｓｇｕｉｄｅｄ

ｄｅｅｐｌｅａｒｎｉｎｇｐｒｅｄｉｃｔｉｏｎｓｏｆｌａｋｅｗａｔｅｒｔｅｍｐｅｒａｔｕｒｅ

［Ｊ］．ＷａｔｅｒＲｅｓｏｕｒｃｅｓＲｅｓｅａｒｃｈ，２０１９，５５（１１）：９１７３

９１９０．ＤＯＩ：１０．１０２９／２０１９ＷＲ０２４９２２．

［６９］　ＹＡＮＧＳ，ＹＡＮＧＤ，ＣＨＥＮＪ，ｅｔａｌ．Ａｐｈｙｓｉｃａｌｐｒｏｃｅｓｓ

ａｎｄｍａｃｈｉｎｅｌｅａｒｎｉｎｇｃｏｍｂｉｎｅｄｈｙｄｒｏｌｏｇｉｃａｌｍｏｄｅｌｆｏｒ

ｄａｉｌｙｓｔｒｅａｍｆｌｏｗｓｉｍｕｌａｔｉｏｎｓｏｆｌａｒｇｅｗａｔｅｒｓｈｅｄｓｗｉｔｈ

ｌｉｍｉｔｅｄｏｂｓｅｒｖａｔｉｏｎｄａｔａ［Ｊ］．ＪｏｕｒｎａｌｏｆＨｙｄｒｏｌｏｇｙ，

２０２０，５９０：１２５２０６．ＤＯＩ：１０．１０１６／ｊ．ｊｈｙｄｒｏｌ．２０２０．

１２５２０６．

［７０］　ＰＡＮＳＪ，ＹＡＮＧＱ．Ａｓｕｒｖｅｙｏｎｔｒａｎｓｆｅｒｌｅａｒｎｉｎｇ

［Ｊ］．ＩＥＥＥＴｒａｎｓａｃｔｉｏｎｓｏｎＫｎｏｗｌｅｄｇｅａｎｄＤａｔａＥｎ

ｇｉｎｅｅｒｉｎｇ，２０１０，２２（１０）：１３４５１３５９．ＤＯＩ：１０．１１０９／

ＴＫＤＥ．２００９．１９１．

［７１］　ＪＩＡＮＧＳ，ＺＨＥＮＧＹ，ＳＯＬＯＭＡＴＩＮＥＤ．Ｉｍｐｒｏｖｉｎｇ

ＡＩｓｙｓｔｅｍａｗａｒｅｎｅｓｓｏｆｇｅｏｓｃｉｅｎｃｅｋｎｏｗｌｅｄｇｅ：Ｓｙｍｂｉｏｔｉｃ

ｉｎｔｅｇｒａｔｉｏｎｏｆｐｈｙｓｉｃａｌａｐｐｒｏａｃｈｅｓａｎｄｄｅｅｐｌｅａｒｎｉｎｇ［Ｊ］．

Ｇｅｏｐｈｙｓｉｃａｌ Ｒｅｓｅａｒｃｈ Ｌｅｔｔｅｒｓ，２０２０，４７ （１３）：

ｅ２０２０ＧＬ０８８２２９．ＤＯＩ：１０．１０２９／２０２０ＧＬ０８８２２９．

［７２］　ＨＯＥＤＴＰＪ，ＫＲＡＴＺＥＲＴＦ，ＫＬＯＴＺＤ，ｅｔａｌ．ＭＣ

ＬＳＴＭ：ＭａｓｓｃｏｎｓｅｒｖｉｎｇＬＳＴＭ［Ｊ］．ａｒＸｉｖｐｒｅｐｒｉｎｔ

ａｒＸｉｖ：２１０１．０５１８６，２０２１．ＤＯＩ：１０．４８５５０／ａｒＸｉｖ．

２１０１．０５１８６．

犚犲狏犻犲狑狅犳犱犲犲狆犾犲犪狉狀犻狀犵狅狀犺狔犱狉狅犾狅犵犻犮犪犾犳狅狉犲犮犪狊狋犻狀犵犐：犆狅犿犿狅狀犿狅犱犲犾狊犪狀犱犪狆狆犾狔犻狀犵犿犲狋犺狅犱狊

ＯＵＹＡＮＧＷｅｎｙｕ，ＹＥＬｅｉ，ＷＡＮＧＭｅｎｇｙｕｎ，ＭＥＮＧＺｉｗｅｎ，ＺＨＡＮＧＣｈｉ

（犛犮犺狅狅犾狅犳犎狔犱狉犪狌犾犻犮犈狀犵犻狀犲犲狉犻狀犵，犇犪犾犻犪狀犝狀犻狏犲狉狊犻狋狔狅犳犜犲犮犺狀狅犾狅犵狔，犇犪犾犻犪狀１１６０２４，犆犺犻狀犪）

犃犫狊狋狉犪犮狋：Ｄａｔａｈｙｄｒｏｌｏｇｙ，ｌｅｄｂｙｔｈｅｄａｔａｉｎｔｅｎｓｉｖｅｒｅｓｅａｒｃｈｐａｒａｄｉｇｍ，ｉｓｂｅｃｏｍｉｎｇａｎｉｍｐｏｒｔａｎｔｒｅｓｅａｒｃｈｄｉｒｅｃｔｉｏｎｏｆｈｙｄｒｏｌｏｇｙ．

Ｄｅｅｐｌｅａｒｎｉｎｇ，ｗｈｉｃｈｐｅｒｆｏｒｍｓｗｅｌｌｉｎｅｘｔｒａｃｔｉｎｇｉｎｆｏｒｍａｔｉｏｎｆｒｏｍｂｉｇｄａｔａ，ｈａｓｃｏｎｔｒｉｂｕｔｅｄｓｉｇｎｉｆｉｃａｎｔｌｙｔｏｔｈｅａｄｖａｎｃｅｍｅｎｔｏｆ

ｄａｔａｄｒｉｖｅｎｈｙｄｒｏｌｏｇｉｃａｌｆｏｒｅｃａｓｔｉｎｇｉｎｒｅｃｅｎｔｙｅａｒｓ．Ｉｔｉｓｃｏｎｔｉｎｕｏｕｓｌｙｉｎｔｅｇｒａｔｅｄｗｉｔｈｈｙｄｒｏｌｏｇｙａｎｄｂｅｃｏｍｅｓａｎｉｎｄｉｓｐｅｎｓａｂｌｅ

ｔｏｏｌｉｎｄａｔａｈｙｄｒｏｌｏｇｙ．Ｆｒｏｍａｔｒａｎｓｄｉｓｃｉｐｌｉｎａｒｙｖｉｅｗ，ｔｈｅｐｒｉｎｃｉｐｌｅａｎｄｓｔｒｕｃｔｕｒｅｏｆｄｅｅｐｌｅａｒｎｉｎｇｍｏｄｅｌｓｃｏｍｍｏｎｌｙｕｓｅｄｉｎｈｙ

ｄｒｏｌｏｇｙａｎｄｔｈｅｇｅｎｅｒａｌｗｏｒｋｆｌｏｗｗｈｅｎａｐｐｌｙｉｎｇｔｈｅｍｉｎｈｙｄｒｏｌｏｇｉｃａｌｆｏｒｅｃａｓｔｉｎｇａｒｅｉｎｔｒｏｄｕｃｅｄ．Ｉｎａｄｄｉｔｉｏｎ，ｓｅｖｅｒａｌａｐｐｒｏａｃｈｅｓ

ｆｏｒｉｎｔｅｇｒａｔｉｎｇｄｅｅｐｌｅａｒｎｉｎｇｗｉｔｈｄｏｍａｉｎｋｎｏｗｌｅｄｇｅｉｎｈｙｄｒｏｌｏｇｙａｒｅｄｅｓｃｒｉｂｅｄ．Ａｕｓｅｆｕｌｒｅｆｅｒｅｎｃｅｆｏｒｒｅｓｅａｒｃｈｅｒｓｗｈｏａｒｅｉｎ

ｔｅｒｅｓｔｅｄｉｎｅｘｐｌｏｒｉｎｇｄｅｅｐｌｅａｒｎｉｎｇｏｎｈｙｄｒｏｌｏｇｉｃａｌｆｏｒｅｃａｓｔｉｎｇｐｒｏｖｉｄｅｄ．

犓犲狔狑狅狉犱狊：ｄａｔａｈｙｄｒｏｌｏｇｙ；ｄｅｅｐｌｅａｒｎｉｎｇ；ｈｙｄｒｏｌｏｇｉｃａｌｆｏｒｅｃａｓｔ；ｍｏｄｅｌｃｏｎｃｅｐｔ；ａｐｐｌｙｉｎｇｍｅｔｈｏｄ；ｄｏｍａｉｎｋｎｏｗｌｅｄｇｅ

·９５６·

欧阳文宇，等　深度学习水文预报研究进展综述Ⅰ———常用模型与建模方法




