
第２０卷 第３期

２０２２年６月

南水北调与水利科技（中英文）

ＳｏｕｔｈｔｏＮｏｒｔｈＷａｔｅｒＴｒａｎｓｆｅｒｓａｎｄＷａｔｅｒＳｃｉｅｎｃｅ＆Ｔｅｃｈｎｏｌｏｇｙ

Ｖｏｌ．２０Ｎｏ．３

Ｊｕｎ．２０２２

水文水资源

收稿日期：２０２１１１０４　　修回日期：２０２２０３１１　　网络出版时间：２０２２０３１７
网络出版地址：ｈｔｔｐｓ：／／ｋｎｓ．ｃｎｋｉ．ｎｅｔ／ｋｃｍｓ／ｄｅｔａｉｌ／１３．１４３０．ＴＶ．２０２２０３１６．１００９．００２．ｈｔｍｌ
基金项目：河南省重点研发与推广专项项目（２０２１０２３１０２５９；２０２１０２３１０５８８）；河南省高校科技创新团队项目（１８ＩＲＴＳＴＨＮ００９）

作者简介：徐冬梅（１９７７—），女，吉林双辽人，博士，教授，博士生导师，主要从事水资源系统分析等研究。Ｅｍａｉｌ：ｘｕｄｏｎｇｍｅｉ＠ｎｃｗｕ．ｅｄｕ．ｃｎ
通信作者：王文川（１９７６—），男，河南鹿邑人，博士，教授，博士生导师，主要从事工程水文与水资源利用等研究。Ｅｍａｉｌ：ｗａｎｇｗｅｎ１６２１＠

１６３．ｃｏｍ

ＤＯＩ：１０．１３４７６／ｊ．ｃｎｋｉ．ｎｓｂｄｑｋ．２０２２．００４３
徐冬梅，夏王萍，王文川．基于黏菌算法优化ＶＭＤＣＮＮＧＲＵ模型的年径流预测［Ｊ］．南水北调与水利科技（中英文），２０２２，２０
（３）：４２９４３９．ＸＵＤＭ，ＸＩＡＷＰ，ＷＡＮＧＷＣ．ＡｎｎｕａｌｒｕｎｏｆｆｐｒｅｄｉｃｔｉｏｎｂａｓｅｄｏｎＶＭＤＣＮＮＧＲＵｍｏｄｅｌｏｐｔｉｍｉｚｅｄｂｙｓｌｉｍｅ

ｍｏｕｌｄａｌｇｏｒｉｔｈｍ［Ｊ］．ＳｏｕｔｈｔｏＮｏｒｔｈＷａｔｅｒＴｒａｎｓｆｅｒｓａｎｄＷａｔｅｒＳｃｉｅｎｃｅ＆Ｔｅｃｈｎｏｌｏｇｙ，２０２２，２０（３）：４２９４３９．（ｉｎＣｈｉｎｅｓｅ）

基于黏菌算法优化ＶＭＤＣＮＮＧＲＵ模型的

年径流预测

徐冬梅，夏王萍，王文川

（华北水利水电大学水资源学院，郑州４５００４６）

摘要：为提高年径流预测精度，引入黏菌算法（ｓｌｉｍｅｍｏｕｌｄａｌｇｏｒｉｔｈｍ，ＳＭＡ）和变分模态分解算法（ｖａｒｉａｔｉｏｎａｌｍｏｄｅ

ｄｅｃｏｍｐｏｓｉｔｉｏｎ，ＶＭＤ），提出一种基于卷积神经网络（ｃｏｎｖｏｌｕｔｉｏｎａｌｎｅｕｒａｌｎｅｔｗｏｒｋ，ＣＮＮ）和门控循环单元（ｇａｔｅｄｒｅ

ｃｕｒｒｅｎｔｕｎｉｔ，ＧＲＵ）神经网络的组合预测模型（ＶＭＤＳＭＡＣＮＮＧＲＵ）。利用ＶＭＤ对径流数据进行分解；采用

ＳＭＡ优化ＣＮＮＧＲＵ模型参数，构建模型对每个分量进行预测；各分量结果相加得到最终结果。以兰西水文站为

例，将所建模型与ＣＥＥＭＤＡＮ（ｃｏｍｐｌｅｔｅｅｎｓｅｍｂｌｅｅｍｐｉｒｉｃａｌｍｏｄｅｄｅｃｏｍｐｏｓｉｔｉｏｎｗｉｔｈａｄａｐｔｉｖｅｎｏｉｓｅ）ＣＮＮＧＲＵ、

ＶＭＤＣＮＮＬＳＴＭ（ｌｏｎｇｓｈｏｒｔｔｅｒｍｍｅｍｏｒｙ）、ＶＭＤＬＳＴＭ、ＶＭＤＧＲＵ、ＶＭＤＰＳＯ（ｐａｒｔｉｃｌｅｓｗａｒｍｏｐｔｉｍｉｚａｔｉｏｎ）

ＣＮＮＧＲＵ、ＳＭＡＣＮＮＧＲＵ和ＣＮＮＧＲＵ预测模型进行对比分析。结果表明：ＳＭＡ优化的ＶＭＤＣＮＮＧＲＵ模

型预测精度不仅高于上述７种模型，而且避免了人工试算确定ＣＮＮＧＲＵ模型参数效率低的不足，为年径流预测

提供了一种新方法。

关键词：变分模态分解算法；黏菌算法；卷积神经网络；门控循环单元神经网络；径流预测
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　　中长期水文预报是水资源规划管理、防汛抗旱、

水库优化调度的重要环节，其研究一直受到众多水

文学者的广泛关注［１］。随着科学技术的不断发展，

许多现代人工智能技术方法被应用于水文预报，例

如ＢＰ（ｂａｃｋｐｒｏｐａｇａｔｉｏｎ）神经网络
［２３］、径向基神经

网络［４５］、Ｅｌｍａｎ神经网络
［６７］、支持向量机［８９］、自适

应模糊推理系统［１０１１］、长短时记忆神经网络（ｌｏｎｇ

ｓｈｏｒｔｔｅｒｍｍｅｍｏｒｙ，ＬＳＴＭ）
［１２１３］等。

卷积神经网络（ｃｏｎｖｏｌｕｔｉｏｎａｌｎｅｕｒａｌｎｅｔｗｏｒｋ，

ＣＮＮ）是一种前馈式神经网络，能够充分挖掘数据

之间的相关性，已被应用于物体识别［１４］、故障诊

断［１５］、文本分类［１６］等方面。门控循环单元神经网络

（ｇａｔｅｄｒｅｃｕｒｒｅｎｔｕｎｉｔ，ＧＲＵ）是循环神经网络（ｒｅ

ｃｕｒｒｅｎｔｎｅｕｒａｌｎｅｔｗｏｒｋ，ＲＮＮ）衍生体系结构中的

一种典型体系结构，常用于时间序列数据预测，能够

解决梯度消失的问题，已在负荷预测［１７］、气象要素

预测［１８］、风速预测［１９］等领域得到应用。在径流预测

方面的研究有：郭玉学等［２０］利用多种递归神经网络

对海岛水库进行径流预报，通过对比研究发现具有

复杂神经元结构的长短时记忆神经网络和门控循环

单元神经网络预报效果更好；李文武等［２１］将相空间

重构与变分模态分解（ｖａｒｉａｔｉｏｎａｌｍｏｄｅｄｅｃｏｍｐｏｓｉ

ｔｉｏｎ，ＶＭＤ）和深度门控网络耦合，该模型对白山水

库入库月径流量进行预测，在测试集上拟合效果较

好；包苑村等［２２］提出了一种ＶＭＤＣＮＮＬＳＴＭ组合

模型，对渭河流域的２个水文站进行月径流预测，预
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测精度对比其他模型更优且在预测峰值和谷值上优

势更为明显。为了提高传统ＣＮＮ、ＧＲＵ单一模型预

测精度，学者们已经提出卷积神经网络和门控循环单

元神经网络的组合模型（ＣＮＮＧＲＵ）并应用于多种领

域。如：姚程文等［２３］将ＣＮＮＧＲＵ模型用于电力负

荷数据预测，该模型在预测精度与预测效率方面有较

好的结果；党建武等［２４］将ＣＮＮＧＲＵ模型用于股指

预测，有效提高了股指预测的准确率；针对出菇房室

内温湿度具有非线性等特点，赵全明等［２５］利用ＣＮＮ

ＧＲＵ模型预测出菇房多点温湿度，相比较传统的ＢＰ

神经网络等ＣＮＮＧＲＵ模型预测精度更高。

针对多数ＣＮＮＧＲＵ混合神经网络超参数的

设置方法存在精度和效率偏低的问题，本文在引入

ＣＮＮＧＲＵ组合模型进行年径流预测工作中，采用

黏菌优化算法（ｓｌｉｍｅｍｏｕｌｄａｌｇｏｒｉｔｈｍ，ＳＭＡ）来确

定关键参数，提出基于ＳＭＡ优化的 ＶＭＤＣＮＮ

ＧＲＵ组合模型对兰西水文站年径流进行预测，并构

建ＣＥＥＭＤＡＮ（ｃｏｍｐｌｅｔｅｅｎｓｅｍｂｌｅｅｍｐｉｒｉｃａｌｍｏｄｅ

ｄｅｃｏｍｐｏｓｉｔｉｏｎ ｗｉｔｈａｄａｐｔｉｖｅｎｏｉｓｅ）ＣＮＮＧＲＵ、

ＶＭＤＣＮＮＬＳＴＭ、 ＶＭＤＧＲＵ、 ＶＭＤＬＳＴＭ、

ＶＭＤＰＳＯ （ｐａｒｔｉｃｌｅｓｗａｒｍ ｏｐｔｉｍｉｚａｔｉｏｎ）ＣＮＮ

ＧＲＵ、ＳＭＡＣＮＮＧＲＵ和ＣＮＮＧＲＵ作为对比模

型，以验证本文提出模型的有效性。

１　研究方法

１．１　变分模态分解算法（ＶＭＤ）

ＶＭＤ是２０１４年提出的一种新的处理信号的

算法［２６］，分解信号的同时还能够降低输入信号中存

在的噪声，因此在处理非线性非平稳序列上具有一

定的优势，相较于２０１１年由Ｔｏｒｒｅｓ等
［２７］提出的自

适应噪声完整集成经验模态分解算法（ＣＥＥＭ

ＤＡＮ），ＶＭＤ可以有效地分离信号。ＶＭＤ是给实

际输入信号寻找一组最优重构的模态集合，而每个

模态都被约束在一个估计的中心频率上。当给序列

确定恰当的模态分解个数后，ＶＭＤ就可以将非线性

的原始序列分解成若干个具有不同频率并相对平稳

的子序列。详细的ＶＭＤ实现步骤请参阅文献［２６］。

１．２　卷积神经网络（ＣＮＮ）

卷积神经网络［２８］是一种独特的深度网络。输

入层、全连接层和输出层的结构与其他神经网络的

基本相同，独特之处在于ＣＮＮ拥有池化层和卷积

层的结构。池化层能够筛选过滤掉多余的信息，不

仅减少全连接层中的参数个数防止过拟合问题的出

现，而且缩短了训练的时间。卷积层中的卷积核（过

滤器）可以实现对输入矩阵自动提取特征，并且卷积

层的权值将在神经元之间共享。

１．３　门控循环单元神经网络（ＧＲＵ）

门控循环单元神经网络是对长短时记忆神经网

络［２９］进行了改进。ＧＲＵ和ＬＳＴＭ 都是通过“门”

函数来进行计算的，不同之处在于ＧＲＵ比ＬＳＴＭ

少了一个“门”简化了模型结构。ＧＲＵ只有两个门，

即更新门和重置门。ＧＲＵ与ＬＳＴＭ运算效果相差

不大，但由于ＧＲＵ参数少故计算速度更快。ＧＲＵ

神经网络内部结构见图１。

图１　ＧＲＵ网络基本结构

Ｆｉｇ．１　ＢａｓｉｃｓｔｒｕｃｔｕｒｅｏｆＧＲＵ

ＧＲＵ的前向计算公式为

更新门：狕狋＝σ（犠ｚ·［犺狋－１，狓狋］） （１）

重置门：狉狋＝σ（犠ｒ·［犺狋－１，狓狋］） （２）

珘犺狋＝ｔａｎ犺（犠珘犺狋·［狉狋·犺狋－１，狓狋］） （３）

犺狋＝（１－狕狋）·犺狋－１＋狕狋·珘犺狋 （４）

狔狋＝σ（犠狅·犺狋） （５）

式中：狓狋为输入向量；犠 为权重参数；犺为隐藏层状

态；·为两个向量点乘；σ为Ｓｉｇｍｏｉｄ激活函数；珘犺狋

为隐藏状态的候选集；狔狋为输出向量。

１．４　黏菌算法（ＳＭＡ）

黏菌优化算法由Ｌｉ等
［３０］于２０２０年提出，根据

黏菌多头绒泡菌在寻找食物过程中发生的一系列动

作和身体上的变化来建立数学模型。文献［２８］证明

了该算法在实际问题中能够快速收敛并找到最优

值。详细的数学模型如下。

阶段１：接近食物。黏菌可以通过空气中的气

味来寻找食物，具体用公式表示为

犡（狋＋１→ ）＝
犡犫（狋
→ ）＋狏→ 犫·（

→
犠·犡犃（狋

→ ）－犡犅（狋
→ ）），狉＜狆

狏
→
犮·犡（狋

→ ），狉≥
烅
烄

烆 狆

（６）

式中：狏→ 犫的范围是［－犪，犪］；狏
→
犮的范围是［０，１］并呈

线性递减；狋为当前迭代次数；犡→ 犫为当前迭代中发现

的气味浓度最高的个体的方位；→犡为黏菌的位置；

犡
→
犃和犡
→
犅为随机选择的两个黏菌的方位；

→
犠 为权重。

·０３４·
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其中，狆、犪、
→
犠 的值计算公式为

狆＝ｔａｎ犺｜犛（犻）－犇Ｆ｜，犻＝１，２，…，狀 （７）

式中：犛（犻）为每个黏菌的适应度；犇Ｆ为迭代过程中

最佳适应度。

犪＝ａｒｃｔａｎ犺 －
狋
ｍａｘ（ ）

狋
（ ）＋１ （８）

　犠（犛ｍｅｌｌＩｎｄｅｘ
→ ）＝

１＋狉·ｌｏｇ
犫Ｆ－狊（犻）

犫Ｆ－狑Ｆ（ ）＋１ ，犆ｏｎｄｉｔｉｏｎ

１－狉·ｌｏｇ
犫Ｆ－狊（犻）

犫Ｆ－狑Ｆ（ ）＋１ ，犗

烅

烄

烆 ｔｈｅｒｓ

（９）

犛ｍｅｌｌＩｎｄｅｘ＝ｓｏｒｔ（犛） （１０）

式中：犆ｏｎｄｉｔｉｏｎ表示适应度值排在种群数前１／２的个体；

狉为在［０，１］上的随机数；ｍａｘ狋为最大迭代次数；犫Ｆ

（ｂｅｓｔＦｉｔｎｅｓｓ）和狑Ｆ（ｗｅｓｔＦｉｔｎｅｓｓ）为当前迭代中的最

优和最差适应度值；犛ｍｅｌｌＩｎｄｅｘ为排序后的适应度值序列。

阶段２：包围食物。搜索食物时，黏菌体内会受

食物浓度的影响产生一种信号。黏菌静脉接触的食

物浓度越高，体内产生的波越强，细胞质流动越快，

静脉变得越粗。当食物浓度较高时，该区域附近的

权重较大；当食物浓度较低时，该区域的权重会降

低。更新黏菌位置的计算公式为

犠
→ ＝

狉ａｎｄ·（犝犅－犔犅），狉ａｎｄ＜狕

犡犫（狋
→ ）＋狏→ 犫·（犠·犡犃（狋

→ ）－犡犅（狋
→ ）），狉＜狆

狏
→
犮·犡（狋

→ ），狉≥

烅

烄

烆 狆

（１１）

式中：犔犅 和犝犅 分别为搜索范围的上下边界值；狉ａｎｄ

和狉为［０，１］中的随机数。

ＳＭＡ算法进行参数寻优的步骤如下。

步骤１：初始化ＳＭＡ参数。设置种群规模狀、

最大迭代次数犕、优化参数的个数及其范围，令当

前的迭代次数狋＝１。初始化个体，随机生成狀个黏

菌个体的初始化位置。

步骤２：选用均方误差作为优化目标函数。将

每个黏菌个体位置向量依次作为ＣＮＮＧＲＵ模型

的前提参数，根据均方误差的公式分别计算出各自

对应的适应度值，然后对适应度值进行排序，选出最

优和最差适应度值。

步骤３：更新黏菌位置。利用式（９）计算犠 并

更新最佳个体位置和适应度值，然后利用式（８）更新

犪的值。若狉ａｎｄ＜狕，则用式（１１）①更新个体，反之则

更新狆、狏
→
犫、狏
→
犮；若狉＜狆，则用式（１１）②更新个体，反

之则用式（１１）③进行计算。

步骤４：令狋＝狋＋１。判断狋是否小于最大迭代

次数犕，若是则重复步骤２和步骤３，反之则输出最

优个体，即算法的最优解，算法结束。

１．５　组合模型构建

基于ＳＭＡ优化的ＶＭＤＣＮＮＧＲＵ模型的构

建流程图见图２，具体的预测步骤总结如下。

采用ＶＭＤ方法对原始的径流序列进行分解后

得到若干子序列。

建立ＳＭＡＣＮＮＧＲＵ模型。设置黏菌算法中

的参数，再利用黏菌算法对ＣＮＮＧＲＵ模型的卷积

层层数犖、ＧＲＵ层神经元个数犎、训练次数犈和学

习率η进行参数寻优。具体步骤见１．４节。

图２　预测模型构建

Ｆｉｇ．２　Ｐｒｅｄｉｃｔｉｏｎｍｏｄｅｌｃｏｎｓｔｒｕｃｔｉｏｎ
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　　根据建立的ＳＭＡＣＮＮＧＲＵ模型对预处理后

的每个分量进行拟合得到预测值。

将所有预测后的子序列进行进一步累积得到最

终结果。

１．６　模型验证

采用均方根误差（犈ＲＭＳ）、平均绝对误差（犈ＭＡ）、

平均绝对百分误差（犈ＭＡＰ）对模型进行评价。犈ＲＭＳ、

犈ＭＡ、犈ＭＡＰ的计算公式为

犈ＲＭＳ＝
１
狀∑

狀

犻＝１

（狔犻－珘狔犻）槡
２ （１２）

犈ＭＡ＝
１
狀∑

狀

犻＝１

狘狔犻－珘狔犻狘 （１３）

犈ＭＡＰ＝
１
犖∑

狀

犻＝１

狔犻－珘狔犻
狔犻

×１００％ （１４）

式中：狔犻表示犻时刻实际值；珟狔犻表示犻时刻模型

预测值。

２　实例应用

兰西站是呼兰河下游的一个水文站，断面以

上集水面为２７７３６ｋｍ２，距河源４６４ｋｍ。呼兰

河是松花江左岸一级支流，全长５１５ｋｍ，集水面

积为３６６３１ｋｍ２。以兰西水文站１９５９—２０１４年

的年径流资料为研究对象，取１９５９—２００２年年

径流数据为训练集，２００３—２０１４年年径流数据

为测试集。１９５９—２０１４年兰西水文站年径流序

列见图３。

图３　兰西水文站年径流序列

Ｆｉｇ．３　ＡｎｎｕａｌｒｕｎｏｆｆｓｅｒｉｅｓｏｆＬａｎｘｉｈｙｄｒｏｌｏｇｉｃａｌｓｔａｔｉｏｎ

２．１　ＶＭＤ分解时序数据

ＶＭＤ分解径流序列的关键是提前设置合适的

模态个数犓，不同分解个数会影响分解的结果，进

而影响最终的预测结果。犓 值偏高可能导致模态

混合或纯噪声模态，犓 值偏低可能导致模态的重

复。通过比较各分量中心频率的方法来确定最终的

模态个数犓
［３１］。当选择不同的犓 值时，对兰西水

文站年径流序列进行ＶＭＤ分解后得到各子序列的

中心频率，见表１。从表１可以看出，在犓＝７时，出

现的中心频率３１５６Ｈｚ和３４９２Ｈｚ相差不多，说

明此时可能出现模态混叠现象，所以选犓＝６较为

合适。

表１　不同犓值对应的中心频率

Ｔａｂ．１　Ｔｈｅｃｅｎｔｒａｌｆｒｅｑｕｅｎｃｙｃｏｒｒｅｓｐｏｎｄｉｎｇｔｏｖａｒｉｏｕｓ犓ｖａｌｕｅｓ

模态个数犓／个 中心频率／Ｈｚ

２ ３ ３０８９

３ ３ １７４５ ３２１９

４ ２ ９７６ ２７７１ ３３０４

５ ２ ９４５ １８８３ ３１９６ ３９８６

６ ２ ９３２ １８４７ ２７７３ ３２４８ ４６４７

７ １ ５０８ １０５６ １９０１ ３１５６ ３４９２ ４７０４

　　图４是分解后６个不同频率的子序列。对比

图３原径流序列振幅变化没有明显的规律，由图４

看出随着模态分量的增加，序列振幅变化呈现出

周期性，序列越来越稳定，这个预处理使ＣＮＮ

ＧＲＵ模型可以更好地模拟数据中的特征信息并进

行预测。

２．２　参数设置

在ＣＮＮＧＲＵ模型中，根据一般经验，每层卷

积核的数量为上一层的两倍。根据党建武等［２４］的

研究，再结合本文实例得到设置不同卷积层时各层

对应的卷积核个数，具体数值见表２。

表２　不同卷积层对应的卷积核个数

Ｔａｂ．２　Ｎｕｍｂｅｒｏｆｃｏｎｖｏｌｕｔｉｏｎｋｅｒｎｅｌｓｃｏｒｒｅｓｐｏｎｄｉｎｇｔｏ

ｄｉｆｆｅｒｅｎｔｃｏｎｖｏｌｕｔｉｏｎｌａｙｅｒｓ

卷积层层数／层
各层对应卷积核个数／个

第一层 第二层 第三层 第四层 第五层

２ ３２ ６４

３ １６ ３２ ６４

４ １６ ３２ ６４ １２８

５ ８ １６ ３２ ６６４ １２８

·２３４·
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图４　兰西水文站年径流ＶＭＤ分解图

Ｆｉｇ．４　ＶＭＤｄｅｃｏｍｐｏｓｉｔｉｏｎｄｉａｇｒａｍｓｏｆａｎｎｕａｌｒｕｎｏｆｆａｔＬａｎｘｉｈｙｄｒｏｌｏｇｉｃａｌｓｔａｔｉｏｎ

　　然而对于设置卷积层层数、ＧＲＵ层神经元个

数、训练次数、学习率的不确定性，本文提出采用黏

菌优化算法来确定ＣＮＮＧＲＵ模型卷积层层数等

关键参数。设置ＳＭＡ算法黏菌种群规模狀＝１０，最

大迭代次数犕＝２０；卷积层层数犖、ＧＲＵ层神经元

个数犎、训练次数犈、学习速率取值范围分别为

［２，５］，［１００，２００］，［４００，５００］，［０．００５，０．０１０］。为

了确定合适的滞时来预测当前的径流，采用自相关

函数（ａｕｔｏｃｏｒｒｅｌａｔｉｏｎｆｕｎｃｔｉｏｎ，ＡＣＦ）和偏自相关函

数（ｐａｒｔｉａｌａｕｔｏｃｏｒｒｅｌａｔｉｏｎｆｕｎｃｔｉｏｎ，ＰＡＣＦ）确定

ＣＮＮＧＲＵ模型的输入步长。兰西水文站年径流序

列的ＡＣＦ图和ＰＡＣＦ图见图５。从图５可以看出，

ＡＣＦ的估计值在１７时达到峰值，并且在１７个滞时

以后其ＰＡＣＦ的估计值均落在９５％的置信带内。

因此，时间步长取１７，即根据前１７年的年径流来预

测下一年的年径流。

由于原始序列经ＶＭＤ分解后生成了６个子序

列，针对不同序列该如何设置参数的问题，采用两种

方案构建ＶＭＤＳＭＡＣＮＮＧＲＵ的预测模型。方

案１（ＶＭＤＳＭＡＣＮＮＧＲＵ１）采用对不同的序列

设置不同的参数，方案２（ＶＭＤＳＭＡＣＮＮＧＲＵ２）

采用对不同的序列设置统一的参数，不同方案下

ＳＭＡ对各子序列参数进行寻优后结果见表３。除

加入优化算法的模型以外，其他６种对比模型中，卷

积层层数、ＧＲＵ层神经元个数、训练次数、学习率分

别设置为各取值范围的中间值。因此，ＣＮＮ层数为

４，ＧＲＵ层和ＬＳＴＭ层神经元个数均为１５０，训练次

数为４５０，学习率为０．００７５。

２．３　结果分析

采用实测数据逐步分析验证。利用训练好的

ＣＮＮＧＲＵ模型先提取训练集中最后１７年的数据，

以预测第一个新值，接着取第二个所预测数据前面

１７年的实测数据来计算当前年的预测值，重复上述

操作直至预测完验证期全部数据为止。选择

２００３—２０１４年的预报结果验证模型预测精度，即预

测到第１２年结束。

为了说明ＳＭＡ优化的ＶＭＤＣＮＮＧＲＵ模型

的优势，使用ＣＥＥＭＤＡＮＣＮＮＧＲＵ模型、ＶＭＤ

ＣＮＮＬＳＴＭ模型、ＶＭＤＬＳＴＭ模型、ＶＭＤＧＲＵ模

型、ＶＭＤＰＳＯＣＮＮＧＲＵ模型、ＳＭＡＣＮＮＧＲＵ模

型和ＣＮＮＧＲＵ模型作为基准进行对比。各模型预

测后评价标准计算结果和对比见表４和图６。

·３３４·
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图５　年径流序列ＡＣＦ图和ＰＡＣＦ图

Ｆｉｇ．５　ＡＣＦａｎｄＰＡＣＦｐｌｏｔｓｏｆａｎｎｕａｌｒｕｎｏｆｆｓｅｒｉｅｓ

表３　不同方案下ＳＭＡ对各子序列参数寻优结果

Ｔａｂ．３　ＯｐｔｉｍｉｚａｔｉｏｎｒｅｓｕｌｔｓｏｆｓｕｂｓｅｑｕｅｎｃｅｐａｒａｍｅｔｅｒｓｂｙＳＭＡｕｎｄｅｒｄｉｆｆｅｒｅｎｔｓｃｈｅｍｅｓ

方案 子序列
参数寻优结果

ＣＮＮ层层数犖／层 ＧＲＵ层神经元个数犎／个 训练次数犈／次 学习速率η

１

ＩＭＦ１ ４ １００ ４００ ０．００５０

ＩＭＦ２ ５ １００ ４００ ０．００５０

ＩＭＦ３ ４ １６７ ４６７ ０．００５０

ＩＭＦ４ ４ １７０ ４７０ ０．００５０

ＩＭＦ５ ５ １１４ ４３６ ０．００９６

ＩＭＦ６ ３ １６５ ４４５ ０．００５６

２ ＩＭＦ１－６ ５ ２００ ４００ ０．００５０

表４　各模型评价标准计算结果

Ｔａｂ．４　Ｃａｌｃｕｌａｔｉｏｎｒｅｓｕｌｔｓｏｆｅａｃｈｍｏｄｅｌｅｖａｌｕａｔｉｏｎｓｔａｎｄａｒｄ

模型
训练期 验证期

犈ＲＭＳ／ｍｍ 犈ＭＡ／ｍｍ 犈ＭＡＰ／％ 犈ＲＭＳ／ｍｍ 犈ＭＡ／ｍｍ 犈ＭＡＰ／％

ＶＭＤＳＭＡＣＮＮＧＲＵ１ ２．１８ １．７４ １．９３ ７．７７ ６．１０ ８．２６

ＶＭＤＳＭＡＣＮＮＧＲＵ２ ２．１３ １．６４ １．８５ ９．７１ ７．３５ ９．４７

ＶＭＤＰＳＯＣＮＮＧＲＵ ２．１０ １．８３ ２．１８ １１．２９ ８．２８ ７．４７

ＶＭＤＣＮＮＬＳＴＭ ２．２０ １．８１ １．９９ １０．３０ ７．１１ ９．７１

ＶＭＤＧＲＵ ２．６１ １．９７ ２．０７ １３．７６ ９．５７ １１．８３

ＶＭＤＬＳＴＭ ３．３９ ２．５３ ２．７５ １４．１４ ９．９６ １２．８４

ＣＥＥＭＤＡＮＣＮＮＧＲＵ １９．８７ １５．７２ １６．４３ ４８．１０ ３４．４５ ４９．０２

ＳＭＡＣＮＮＧＲＵ ２０．５９ １６．０２ １６．９３ ４８．８７ ４２．５３ ６２．４８

ＣＮＮＧＲＵ ２０．０９ １５．３３ １５．９７ ６５．６４ ５７．３０ ７２．８０
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图６　各模型预测值与原序列对比

Ｆｉｇ．６　Ｃｏｍｐａｒｉｓｏｎｂｅｔｗｅｅｎｔｈｅｐｒｅｄｉｃｔｅｄｖａｌｕｅｓｏｆｅａｃｈｍｏｄｅｌａｎｄｔｈｅｏｒｉｇｉｎａｌｓｅｑｕｅｎｃｅ

　　从图６（ａ）可以看出优化后的ＶＭＤＣＮＮＧＲＵ

模型拟合效果均很好，相比较之下 ＶＭＤＰＳＯ

ＣＮＮＧＲＵ模型的效果略差，从局部放大图中可以

明显看出１９８８年和２０１３年 ＶＭＤＳＭＡＣＮＮ

ＧＲＵ１预测结果比其他２个模型更精确。从图６（ｂ）

可以看出：ＶＭＤＳＭＡＣＮＮＧＲＵ２ 模型拟合的效

果最好，尤其在预测峰值的情况下；ＣＥＥＭＤＡＮ

ＣＮＮＧＲＵ模型拟合效果最差，只有曲线的大概趋

势与原序列相同而具体数值与实际值相差较大。在

训练期，除ＣＥＥＭＤＡＮＣＮＮＧＲＵ模型以外，其他

模型均达到较好的拟合效果，但通过局部放大１９９４

年的预测结果后可以发现各模型之间还存在一定的

差异，ＶＭＤＳＭＡＣＮＮＧＲＵ２模型预测精度更高。

从验证期中可以看出，ＶＭＤＳＭＡＣＮＮＧＲＵ２ 和

ＶＭＤＣＮＮＬＳＴＭ模型拟合程度优于ＶＭＤＧＲＵ

和ＶＭＤＬＳＴＭ模型。

由表４可以得出如下结果。

经ＳＭＡ优化的ＶＭＤＣＮＮＧＲＵ组合模型预

测精度最高。对比２种不同方案下 ＶＭＤＳＭＡ

ＣＮＮＧＲＵ的预测结果可知各子序列设置不同参数

时可以提高预测精度。ＶＭＤＳＭＡＣＮＮＧＲＵ１与

ＶＭＤＰＳＯＣＮＮＧＲＵ模型相比，犈ＲＭＳ、犈ＭＡ分别减

少了３１．１８％、２６．３３％，说明粒子群优化算法
［３２］

（ＰＳＯ）容易陷入局部最优无法找到最优解，而ＳＭＡ

算法能避免这一问题并有效的寻找优化参数。

ＶＭＤＳＭＡＣＮＮＧＲＵ２ 模型与 ＳＭＡＣＮＮ

ＧＲＵ模型相比，犈ＲＭＳ、犈ＭＡ和犈ＭＡＰ分别减少了

８０．１３％、８２．７２％和８４．８４％，可以看出分解技术

和优化算法均能提高模型的预测精度，但通过比较

发现分解技术的提高程度更大。

·５３４·
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ＶＭＤＳＭＡＣＮＮＧＲＵ２ 模型与 ＣＥＥＭＤＡＮ

ＣＮＮＧＲＵ模型相比，犈ＲＭＳ、犈ＭＡ和犈ＭＡＰ分别减少了

７９．８１％、７８．６６％和８０．６８％；与ＣＮＮＧＲＵ模型相

比，犈ＲＭＳ、犈ＭＡ和犈ＭＡＰ分别减少了８５．２１％、８７．１７％

和８６．９９％。ＶＭＤＳＭＡＣＮＮＧＲＵ２ 模型预测精

度明显高于ＣＥＥＭＤＡＮＣＮＮＧＲＵ模型和ＣＮＮ

ＧＲＵ模型，说明了 ＶＭＤ分解效果优于ＣＥＥＭ

ＤＡＮ。

ＶＭＤＧＲＵ模型和ＶＭＤＬＳＴＭ 模型相比预

测精度相差不大，但是ＶＭＤＧＲＵ模型与ＶＭＤ

ＬＳＴＭ模型训练时间分别为３８．５５ｓ和５７．０３ｓ，相

比训练时间缩短了３２．４０％，通过对比两者模型的

训练时间可以发现ＧＲＵ模型效率更高。ＧＲＵ比

ＬＳＴＭ训练时间短的原因是ＧＲＵ模型只有两个

门，模型结构简单，构建庞大的网络时更加有效。

ＶＭＤＳＭＡＣＮＮＧＲＵ２ 模型与 ＶＭＤＧＲＵ

模型相比，犈ＲＭＳ、犈ＭＡ和犈ＭＡＰ分别减少了２９．４３％、

２３．２０％和 １９．９５％，与 ＶＭＤＬＳＴＭ 模型相比

犈ＲＭＳ、犈ＭＡ和犈ＭＡＰ分别减少了３１．３３％、２６．２０％和

２６．２５％。加入ＣＮＮ网络后模型预测精度明显提

高，这是因为ＣＮＮ模型中卷积层中的卷积核（滤波

器）发挥着提取数据特征作用，通过卷积提取需要的

特征然后传递给ＧＲＵ层或者ＬＳＴＭ层。

综上所述，在验证期各种模型对兰西水文站年

径流预测精度存在的差异较大一些，预测效果最好

的方法依次为ＶＭＤＳＭＡＣＮＮＧＲＵ、ＶＭＤＰＳＯ

ＣＮＮＧＲＵ、ＶＭＤＣＮＮＬＳＴＭ、ＶＭＤＧＲＵ、ＶＭＤ

ＬＳＴＭ、ＣＥＥＭＤＡＮＣＮＮＧＲＵ、ＳＭＡＣＮＮＧＲＵ、

ＣＮＮＧＲＵ。年径流序列由于受多种因素的影响极

其不平稳，ＶＭＤ可以自适应处理年径流序列，对序

列进行重构以达到去噪的效果，ＣＮＮ通过提取数据

内部的特征使得ＧＲＵ后续能够更加高效地进行预

测，而ＳＭＡ算法为ＣＮＮＧＲＵ模型确定了恰当的

参数，因此ＶＭＤＳＭＡＣＮＮＧＲＵ模型具有良好的

适应性和预测性能。

３　结　论

在ＶＭＤＣＮＮＧＲＵ模型中，隐含层神经元个

数、训练次数等超参数的设置影响模型拟合效果，利

用ＳＭＡ算法对ＣＮＮＧＲＵ混合神经网络中超参数

进行寻优改善了模型的性能，避免了人工试算效率

低的情况，节约了运算时间成本同时提高了模型的

预测精度。

分解技术和优化算法均能提高模型的预测精

度，并且分解技术的作用影响更大。径流序列具有

非线性和非平稳的特点，ＶＭＤ可以将原始序列分

解成较为平稳的多个子序列，增加数据的同时能够

更好地进行拟合。ＶＭＤ与ＣＥＥＭＤＡＮ相比，在分

解时ＶＭＤ可以自主地设置合适的模态个数，能够

有效解决模态混叠的问题，使得分解精度更高进而

预测结果更准确。

ＶＭＤＣＮＮＧＲＵ模型同时具有ＣＮＮ网络和

ＧＲＵ网络的优点。ＣＮＮ网络可以充分挖掘数据中

的特征，ＧＲＵ网络适用于时间序列预测，试验结果

表明两者的结合可以有效的预测年径流，为中长期

径流预报提供了一种新途径。
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ｃｏｍｐｏｓｉｔｉｏｎｗｉｔｈａｄａｐｔｉｖｅｎｏｉｓｅ［Ｃ］／／２０１１ＩＥＥＥＩｎ

ｔｅｒｎａｔｉｏｎａｌＣｏｎｆｅｒｅｎｃｅｏｎＡｃｏｕｓｔｉｃｓ，Ｐｒａｇｕｅ，Ｃｚｅｃｈ

Ｒｅｐｕｂｌｉｃ：ＩＥＥＥ，２０１１：４１４４４１４７．ＤＯＩ：１０．１１０９／ＩＣ

ＡＳＳＰ．２０１１．５９４７２６５．

［２８］　ＬＥＣＵＮＹ，ＢＯＴＴＯＵＬ，ＢＥＮＧＩＯＹ，ｅｔａｌ．Ｇｒａｄｉｅｎｔ

ｂａｓｅｄｌｅａｒｎｉｎｇａｐｐｌｉｅｄｔｏｄｏｃｕｍｅｎｔｒｅｃｏｇｎｉｔｉｏｎ［Ｊ］．

ＰｒｏｃｅｅｄｉｎｇｓｏｆｔｈｅＩＥＥＥ，１９９８，８６（１１）：２２７８２３２４．

ＤＯＩ：１０．１１０９／９７８０４７０５４４９７６．ｃｈ９．

［２９］　ＨＯＣＨＲＥＩＴＥＲＳ，ＳＣＨＭＩＤＨＵＢＥＲＪ．Ｌｏｎｇｓｈｏｒｔ

ｔｅｒｍｍｅｍｏｒｙ［Ｊ］．ＮｅｕｒａｌＣｏｍｐｕｔａｔｉｏｎ，１９９７，９（８）：

１７３５１７８０．ＤＯＩ：１０．１１６２／ｎｅｃｏ．１９９７．９．８．１７３５．

［３０］　ＬＩＳＭ，ＣＨＥＮＨＬ，ＷＡＮＧＭＪ，ｅｔａｌ．Ｓｌｉｍｅｍｏｕｌｄ

ａｌｇｏｒｉｔｈｍ：Ａｎｅｗｍｅｔｈｏｄｆｏｒｓｔｏｃｈａｓｔｉｃｏｐｔｉｍｉｚａｔｉｏｎ

［Ｊ］．ＦｕｔｕｒｅＧｅｎｅｒａｔｉｏｎＣｏｍｐｕｔｅｒＳｙｓｔｅｍｓｔｈｅＩｎｔｅｒ

ｎａｔｉｏｎａｌＪｏｕｒｎａｌｏｆＥｓｃｉｅｎｃｅ，２０２０，１１１：３００３２３．ＤＯＩ：

１０．１０１６／ｊ．ｆｕｔｕｒｅ．２０２０．０３．０５５．

［３１］　陈东宁，张运东，姚成玉，等．基于变分模态分解和多

尺度排列熵的故障诊断［Ｊ］．计算机集成制造系统，

２０１７，２３（１２）：２６０４２６１２．（ＣＨＥＮＤＮ，ＺＨＡＮＧＹ

Ｄ，ＹＡＯＣＹ，ｅｔａｌ．Ｆａｕｌｔｄｉａｇｎｏｓｉｓｍｅｔｈｏｄｂａｓｅｄｏｎ

ｖａｒｉａｔｉｏｎａｌｍｏｄｅｄｅｃｏｍｐｏｓｉｔｉｏｎａｎｄｍｕｌｔｉｓｃａｌｅｐｅｒ

ｍｕｔａｔｉｏｎｅｎｔｒｏｐｙ［Ｊ］．ＣｏｍｐｕｔｅｒＩｎｔｅｇｒａｔｅｄＭａｎｕｆａｃ

ｔｕｒｉｎｇＳｙｓｔｅｍｓ，２０１７，２３（１２）：２６０４２６１２．（ｉｎＣｈｉ

ｎｅｓｅ））ＤＯＩ：１０．１３１９６／ｊ．ｃｉｍｓ．２０１７．１２．００５．

［３２］　ＫＥＮＮＥＤＹＪ，ＥＢＥＲＨＡＲＴＲ．Ｐａｒｔｉｃｌｅｓｗａｒｍｏｐｔｉ

ｍｉｚａｔｉｏｎ［Ｃ］／／１９９５ＩＥＥＥＩｎｔｅｒｎａｔｉｏｎａｌＣｏｎｆｅｒｅｎｃｅ

ｏｎＮｅｕｒａｌＮｅｔｗｏｒｋｓＰｒｏｃｅｅｄｉｎｇｓ，Ｐｉｓｃａｔａｗａｙ：ＩＥＥＥ，

１９９５：１９４２１９４８．ＤＯＩ：１０．２５１４／２．２１１１．

犃狀狀狌犪犾狉狌狀狅犳犳狆狉犲犱犻犮狋犻狅狀犫犪狊犲犱狅狀犞犕犇犆犖犖犌犚犝犿狅犱犲犾狅狆狋犻犿犻狕犲犱犫狔狊犾犻犿犲犿狅狌犾犱犪犾犵狅狉犻狋犺犿

ＸＵＤｏｎｇｍｅｉ，ＸＩＡＷａｎｇｐｉｎｇ，ＷＡＮＧＷｅｎｃｈｕａｎ

（犆狅犾犾犲犵犲狅犳犠犪狋犲狉犚犲狊狅狌狉犮犲狊，犖狅狉狋犺犆犺犻狀犪犝狀犻狏犲狉狊犻狋狔狅犳犠犪狋犲狉犚犲狊狅狌狉犮犲狊犪狀犱犈犾犲犮狋狉犻犮犘狅狑犲狉，犣犺犲狀犵狕犺狅狌４５００４６，犆犺犻狀犪）

犃犫狊狋狉犪犮狋：Ｍｅｄｉｕｍａｎｄｌｏｎｇｔｅｒｍｈｙｄｒｏｌｏｇｉｃａｌｆｏｒｅｃａｓｔｉｎｇｉｓａｎｅｓｓｅｎｔｉａｌｌｉｎｋｉｎｍａｎａｇｅｍｅｎｔ，ｏｐｔｉｍｉｚａｔｉｏｎｏｆｗａｔｅｒｒｅｓｏｕｒｃｅｓ，

ｆｌｏｏｄｃｏｎｔｒｏｌ，ｄｒｏｕｇｈｔｒｅｌｉｅｆ，ａｎｄｒｅｓｅｒｖｏｉｒｏｐｔｉｍａｌｏｐｅｒａｔｉｏｎ．Ｗｉｔｈｔｈｅｒａｐｉｄｄｅｖｅｌｏｐｍｅｎｔｏｆｓｃｉｅｎｃｅａｎｄｔｅｃｈｎｏｌｏｇｙ，ｍａｎｙｍｏｄ

ｅｒｎａｒｔｉｆｉｃｉａｌｉｎｔｅｌｌｉｇｅｎｃｅ（ＡＩ）ｍｏｄｅｌｓｈａｖｅｂｅｅｎａｐｐｌｉｅｄｔｏｈｙｄｒｏｌｏｇｉｃａｌｆｏｒｅｃａｓｔｉｎｇ，ｓｕｃｈａｓｂａｃｋｐｒｏｐａｇａｔｉｏｎａｒｔｉｆｉｃｉａｌｎｅｕｒａｌ
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ｎｅｔｗｏｒｋ，ｓｕｐｐｏｒｔｖｅｃｔｏｒｍａｃｈｉｎｅａｎｄｌｏｎｇｓｈｏｒｔｔｅｒｍｍｅｍｏｒｙｎｅｕｒａｌｎｅｔｗｏｒｋ．ＡｍｏｎｇｔｈｅＡＩｍｏｄｅｌｓ，ｃｏｎｖｏｌｕｔｉｏｎａｌｎｅｕｒａｌｎｅｔ

ｗｏｒｋ（ＣＮＮ）ｉｓａｕｎｉｑｕｅｄｅｅｐｎｅｔｗｏｒｋ，ｗｈｉｃｈｃａｎｆｕｌｌｙｅｘｃａｖａｔｅｔｈｅｃｏｒｒｅｌａｔｉｏｎｂｅｔｗｅｅｎｄａｔａ．Ｇａｔｅｄｒｅｃｕｒｒｅｎｔｕｎｉｔｎｅｕｒａｌｎｅｔ

ｗｏｒｋ（ＧＲＵ），ａｋｉｎｄｏｆｔｈｅｒｅｃｕｒｒｅｎｔｎｅｕｒａｌｎｅｔｗｏｒｋ，ｉｓａｖａｒｉａｎｔｏｆｌｏｎｇｓｈｏｒｔｔｅｒｍｍｅｍｏｒｙｎｅｕｒａｌｎｅｔｗｏｒｋ（ＬＳＴＭ）．ＧＲＵｉｓ

ｏｆｔｅｎｕｓｅｄｉｎｔｉｍｅｓｅｒｉｅｓｄａｔａｐｒｅｄｉｃｔｉｏｎａｎｄｃａｎｓｏｌｖｅｔｈｅｐｒｏｂｌｅｍｏｆｇｒａｄｉｅｎｔｄｉｓａｐｐｅａｒａｎｃｅ．Ｔｈｅｃｏｍｂｉｎｅｄｍｏｄｅｌｏｆｃｏｎｖｏｌｕ

ｔｉｏｎａｌｎｅｕｒａｌｎｅｔｗｏｒｋａｎｄｇａｔｅｄｒｅｃｕｒｒｅｎｔｕｎｉｔｎｅｕｒａｌｎｅｔｗｏｒｋ（ＣＮＮＧＲＵ）ｗａｓａｐｐｌｉｅｄｉｎｖａｒｉｏｕｓｆｉｅｌｄｓｅｘｃｅｐｔｒｕｎｏｆｆｐｒｅｄｉｃ

ｔｉｏｎ．Ａｄｄｉｔｉｏｎａｌｌｙ，ｆｏｒｔｈｅｓｅｔｔｉｎｇｏｆｔｈｅｐａｒａｍｅｔｅｒｓｏｆＣＮＮＧＲＵｈｙｂｒｉｄｎｅｕｒａｌｎｅｔｗｏｒｋ，ｍｏｓｔｐｅｏｐｌｅｕｓｅｄｔｈｅｃｏｎｔｒｏｌｖａｒｉａｂｌｅ

ｍｅｔｈｏｄｆｏｒｔｒｉａｌｃａｌｃｕｌａｔｉｏｎ，ｗｈｉｃｈｗａｓｎｏｔｏｎｌｙｌｏｗｉｎｅｆｆｉｃｉｅｎｃｙａｎｄｌｏｗｉｎａｃｃｕｒａｃｙ．Ｈｅｎｃｅ，ａｃｏｍｂｉｎｅｄｐｒｅｄｉｃｔｉｏｎｍｏｄｅｌ

（ＶＭＤＳＭＡＣＮＮＧＲＵ）ｂａｓｅｄｏｎｃｏｎｖｏｌｕｔｉｏｎａｌｎｅｕｒａｌｎｅｔｗｏｒｋａｎｄｇａｔｅｄｒｅｃｕｒｒｅｎｔｕｎｉｔｎｅｕｒａｌｎｅｔｗｏｒｋｗａｓｐｒｏｐｏｓｅｄｂｙｉｎ

ｔｒｏｄｕｃｉｎｇｓｌｉｍｅｍｏｕｌｄａｌｇｏｒｉｔｈｍ（ＳＭＡ）ａｎｄｖａｒｉａｔｉｏｎａｌｍｏｄｅｄｅｃｏｍｐｏｓｉｔｉｏｎ（ＶＭＤ）．

ＴｈｅｆｏｕｒｍａｉｎｓｔｅｐｓｏｆｔｈｅｐｒｅｓｅｎｔＶＭＤＳＭＡＣＮＮＧＲＵｆｏｒｅｃａｓｔｉｎｇｍｏｄｅｌｃａｎｂｅｓｕｍｍａｒｉｚｅｄａｓｆｏｌｌｏｗｓ：Ｔｈｅｏｒｉｇｉｎａｌ

ｒｕｎｏｆｆｓｅｒｉｅｓｗａｓｄｅｃｏｍｐｏｓｅｄｂｙＶＭＤｔｏｏｂｔａｉｎｓｅｖｅｒａｌｉｎｔｒｉｎｓｉｃｍｏｄｅｆｕｎｃｔｉｏｎｓａｎｄａｒｅｓｉｄｕａｌ．Ｔｈｅｓｌｉｍｅｍｏｕｌｄｐｏｐｕｌａｔｉｏｎｓｉｚｅ

狀ａｎｄｔｈｅｍａｘｉｍｕｍｉｔｅｒａｔｉｏｎ犕ｗａｓｓｅｔ．Ｓｕｂｓｅｑｕｅｎｔｌｙ，ＳＭＡｗａｓｕｓｅｄｔｏｏｐｔｉｍｉｚｅｋｅｙｐａｒａｍｅｔｅｒｓｓｕｃｈａｓｔｈｅｎｕｍｂｅｒｏｆｃｏｎｖｏ

ｌｕｔｉｏｎｌａｙｅｒｓ，ｔｈｅｎｕｍｂｅｒｏｆｎｅｕｒｏｎｓｉｎｔｈｅｈｉｄｄｅｎｌａｙｅｒｏｆＧＲＵ，ｔｒａｉｎｉｎｇｔｉｍｅｓａｎｄｌｅａｒｎｉｎｇｒａｔｅ．Ｔｈｅｍｅａｎｓｑｕａｒｅｅｒｒｏｒ

（ＭＡＥ）ｗａｓｃｈｏｓｅｎａｓｔｈｅｏｂｊｅｃｔｉｖｅｆｕｎｃｔｉｏｎｏｆｔｈｅｏｐｔｉｍｉｚａｔｉｏｎａｌｇｏｒｉｔｈｍ．ＳＭＡＣＮＮＧＲＵｍｏｄｅｌｗａｓｕｓｅｄｔｏｐｒｅｄｉｃｔａｌｌｔｈｅ

ｓｕｂｓｅｒｉｅｓ．Ｔｈｅｐｒｅｄｉｃｔｅｄｖａｌｕｅｓｏｂｔａｉｎｅｄａｂｏｖｅｗｅｒｅａｃｃｕｍｕｌａｔｅｄｔｏｄｅｄｕｃｅｔｈｅｕｌｔｉｍａｔｅｐｒｅｄｉｃｔｉｏｎｒｅｓｕｌｔｓ．

ＬａｎｘｉｈｙｄｒｏｌｏｇｉｃａｌｓｔａｔｉｏｎｗａｓｓｅｌｅｃｔｅｄａｓａｎｅｘａｍｐｌｅｔｏｉｌｌｕｓｔｒａｔｅｔｈｅａｄｖａｎｔａｇｅｓｏｆＶＭＤＳＭＡＣＮＮＧＲＵｍｏｄｅｌｕｓｉｎｇ

ａｎｎｕａｌｒｕｎｏｆｆｄａｔａｆｒｏｍ１９５９ｔｏ２０１４．Ｔｈｅｄａｔａｆｒｏｍ１９５９ｔｏ２００２ｗａｓｓｅｌｅｃｔｅｄａｓａｔｒａｉｎｉｎｇｓｅｔｗｈｉｌｅｆｒｏｍ２００３ｔｏ２０１４ｔｏｏｋ

ａｓａｔｅｓｔｓｅｔ．ＴｈｅｐｒｏｐｏｓｅｄｈｙｂｒｉｄｍｏｄｅｌｗａｓｃｏｍｐａｒｅｄｗｉｔｈＣＥＥＭＤＡＮ（Ｃｏｍｐｌｅｔｅｅｎｓｅｍｂｌｅｅｍｐｉｒｉｃａｌｍｏｄｅｄｅｃｏｍｐｏｓｉｔｉｏｎ

ｗｉｔｈａｄａｐｔｉｖｅｎｏｉｓｅ）ＣＮＮＧＲＵｍｏｄｅｌ，ＶＭＤＣＮＮＬＳＴＭｍｏｄｅｌ，ＶＭＤＬＳＴＭｍｏｄｅｌ，ＶＭＤＧＲＵｍｏｄｅｌ，ＶＭＤＰＳＯ（Ｐａｒｔｉｃｌｅ

ｓｗａｒｍｏｐｔｉｍｉｚａｔｉｏｎ）ＣＮＮＧＲＵｍｏｄｅｌ，ＳＭＡＣＮＮＧＲＵｍｏｄｅｌ，ａｎｄＣＮＮＧＲＵｍｏｄｅｌ．Ａｄｄｉｔｉｏｎａｌｌｙ，ｔｈｒｅｅｓｔａｎｄａｒｄｓｔａｔｉｓｔｉｃａｌ

ｐｅｒｆｏｒｍａｎｃｅｓｍｅａｓｕｒｅｓ，ｎａｍｅｌｙｒｏｏｔｍｅａｎｓｑｕａｒｅｄｅｒｒｏｒ（ＲＭＳＥ），ｍｅａｎａｂｓｏｌｕｔｅｅｒｒｏｒ（ＭＡＥ）ａｎｄｍｅａｎａｂｓｏｌｕｔｅｐｅｒｃｅｎｔａｇｅ

ｅｒｒｏｒ（ＭＡＰＥ）ｗｅｒｅｅｍｐｌｏｙｅｄｔｏｅｖａｌｕａｔｅｔｈｅｐｅｒｆｏｒｍａｎｃｅｓｏｆｔｈｅｓｉｘｍｏｄｅｌｓｍｅｎｔｉｏｎｅｄａｂｏｖｅ．Ｉｎｔｈｅｔｒａｉｎｉｎｇｐｈａｓｅ，ａｌｌｍｏｄｅｌｓ

ｅｘｃｅｐｔｔｈｅＣＥＥＭＤＡＮＣＮＮＧＲＵｍｏｄｅｌａｃｈｉｅｖｅｄａｂｅｔｔｅｒｆｉｔ．Ｉｎｔｈｅｖａｌｉｄａｔｉｏｎｐｈａｓｅ，ｔｈｅＶＭＤＳＭＡＣＮＮＧＲＵｍｏｄｅｌｐｒｅ

ｄｉｃｔｅｄｓｉｇｎｉｆｉｃａｎｔｌｙｂｅｔｔｅｒｔｈａｎｓｅｖｅｒａｌｏｔｈｅｒｍｏｄｅｌｓ，ｅｓｐｅｃｉａｌｌｙｉｎｔｈｅｃａｓｅｏｆｐｒｅｄｉｃｔｅｄｐｅａｋｓ．ＲｅｓｕｌｔｓｓｈｏｗｔｈａｔｔｈｅＳＭＡｏｐｔｉ

ｍｉｚｅｄＶＭＤＣＮＮＧＲＵｍｏｄｅｌｈａｓｔｈｅｂｅｓｔｆｉｔｔｉｎｇｅｆｆｅｃｔ，ａｎｄｔｈｅｐｒｅｄｉｃｔｉｏｎａｃｃｕｒａｃｙｉｓｇｒｅａｔｅｒｔｈａｎｔｈａｔｏｆｔｈｅａｂｏｖｅｓｅｖｅｎ

ｃｏｍｐａｒｉｓｏｎｍｏｄｅｌｓ．

Ａｃｃｏｒｄｉｎｇｔｏｔｈｅｒｅｓｕｌｔｓ，ｔｈｅｒｅａｒｅｓｅｖｅｒａｌｃｏｎｃｌｕｓｉｏｎｓａｓｆｏｌｌｏｗｓ：Ｒｕｎｏｆｆｓｅｒｉｅｓｈａｓｔｈｅｃｈａｒａｃｔｅｒｉｓｔｉｃｓｏｆｎｏｎｌｉｎｅａｒｉｔｙａｎｄ

ｎｏｎｓｔａｔｉｏｎａｒｉｔｙ．Ｔｈｅｒｅｆｏｒｅ，ＶＭＤｃａｎｄｅｃｏｍｐｏｓｅｔｈｅｏｒｉｇｉｎａｌｓｅｑｕｅｎｃｅｉｎｔｏｓｅｖｅｒａｌｒｅｌａｔｉｖｅｌｙｓｔａｂｌｅｓｕｂｓｅｑｕｅｎｃｅｓ，ｗｈｉｃｈｃａｎｂｅ

ｂｅｔｔｅｒｆｉｔｔｅｄｗｈｉｌｅｉｎｃｒｅａｓｉｎｇｄａｔａ．ＬｏｗｅｆｆｉｃｉｅｎｃｙｏｆｍａｎｕａｌｔｒｉａｌｃａｌｃｕｌａｔｉｏｎｓｉｓａｖｏｉｄｅｄｂｙＳＭＡｔｏｄｅｔｅｒｍｉｎｅｔｈｅｐａｒａｍｅｔｅｒｓｏｆ

ＣＮＮＧＲＵｍｏｄｅｌ．ＴｈｅＣＮＮＧＲＵｍｏｄｅｌｈａｓｔｈｅａｄｖａｎｔａｇｅｏｆｕｔｉｌｉｚｉｎｇｔｗｏｎｅｕｒａｌｎｅｔｗｏｒｋｓｓｉｍｕｌｔａｎｅｏｕｓｌｙ．ＴｈｅＶＭＤＳＭＡ

ＣＮＮＧＲＵｍｏｄｅｌｅｓｔａｂｌｉｓｈｅｄｅｆｆｅｃｔｉｖｅｌｙｉｍｐｒｏｖｅｓｔｈｅａｃｃｕｒａｃｙｏｆｒｕｎｏｆｆｐｒｅｄｉｃｔｉｏｎａｎｄｐｒｏｖｉｄｅｓａｎｅｗｍｅｔｈｏｄｆｏｒａｎｎｕａｌｒｕｎｏｆｆ

ｐｒｅｄｉｃｔｉｏｎ．

犓犲狔狑狅狉犱狊：ｖａｒｉａｔｉｏｎａｌｍｏｄｅｄｅｃｏｍｐｏｓｉｔｉｏｎ；ｓｌｉｍｅｍｏｕｌｄａｌｇｏｒｉｔｈｍ；ｃｏｎｖｏｌｕｔｉｏｎａｌｎｅｕｒａｌｎｅｔｗｏｒｋ；ｇａｔｅｄｒｅｃｕｒｒｅｎｔｕｎｉｔ；ｒｕｎｏｆｆ

ｐｒｅｄｉｃｔｉｏｎ

·９３４·

徐冬梅，等　基于黏菌算法优化ＶＭＤＣＮＮＧＲＵ模型的年径流预测




